UCZENIE SIECI JEDNOWARSTWOWEJ

Uwaga: Dla uproszczenia zapisu, wektor wejściowy dla neuronu z “biasem” jest rozszerzony o dodatkową składową: [x1, x2, ..., xn] ( [x1, x2, ..., xn, -1] a wektor wag jest rozrzerzony o dodatkową składową : [w1, w2, ..., wn] ( [w1, w2, ..., wn, b]

I. Uczenie perceptronu

1. Reguła perceptronowa (dla dyskretnych neuronów) 
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2. Reguła Delta (dla ciągłych neuronów)
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gdzie Wnew, Wold : wektory wag przed i po modyfikacji
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: współczynnik uczenia


d
: prawidłowa odpowiedź (oczekiwany sygnał)


y
: odpowiedź neuronu (rzeczywisty sygnał)


f’(net) 
: pochodna funkcji aktywacji

3. Algorytm uczenia

Wejście: Ciąg treningowy {(X1, d1), (X2, d2),..., (Xp, dp)}

Wyjscie: Wektor wag W

Krok 1: Wylosuj początkowy wektor wag W
Krok 2: Dla każdego wektora wejściowego X z ciągu treningowego


2.1 Wyznacz y:   y = f(W.X)


2.2 Aktualizuj wagi
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(gdy neuron jest dyskretny)
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(gdy neuron jest ciągły)
      Krok 3: Jeśli wagi pozostały bez zmian lub E<Emin to stop, wpp. powrót do Krok 2

METODA PROPAGACJI WSTECZNEJ BŁĘDU

I. Założenie

Wszystkie funkcje aktywacji w sieci są ciągłe i różniczkowalne.

II. Reguła uczenia: 
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gdzie: Wold, Wnew : wektory wag 
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: współczynnik uczenia
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: błąd zbadanego neuronu

X
: wektor wejściowy zbadanego neuronu

Uwaga:  Wektor wejściowy dla neuronu z „biasem” jest  rozszerzony o jedną składową  [x1, x2,…, xn] ( [x1, x2,…, xn, -1] 

III. Wyznaczanie błędu neuronu

1. Warstwa wyjściowa: 
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gdzie: 
[image: image10.wmf])

(

'

net

f

: pochodna funkcji aktywacji zbadanego neuronu


d
: prawidłowa odpowiedź (oczekiwany sygnał wyjściowy)


y
: odpowiedź neuronu
(rzeczywisty sygnał wyjściowy)

2. Warstwa ukryta: 
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gdzie: wk
: waga połączenia zbadanego neuronu z

 k-tym neuronem następnej warstwy.
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: błąd k-tego neuronu


K
: liczba neuronów następnej warstwy, 

które są połączone ze zbadanym neuronem

IV. Algorytm uczenia (sieci dwuwarstwowej)

Wejście: Ciąg treningowy {(X1, D1), (X2, D2),…,(Xp, Dp)}

gdzie 
Xi – wektor wejściowy, wymiar [I ( 1]


Di – wektor wyjściowy, wymiar [J ( 1]

Wyjście: Macierze wag W, V 

Oznaczenia: 


W – macierz wag pierwszej (ukrytej) warstwy, wymiar [J ( I]


V – macierz wag drugiej (wyściowej) warstwy, wymiar [K ( J]



[image: image13.wmf]K

d

d

d

,...,

,

2

1

- błędy neuronów na warstwie wyjściowej
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- błędy neuronów na warstwie ukrytej
Vk : wektor wag k–tego neuronu warstwy wyjściowej

Wj:  wektor wag j–tego neuronu warstwy ukrytej

Algorytm:

Krok 1:  Wylosuj początkowe macierze wag W, V

Krok 2: Dla każdego wektora wejściowego X ciągu treningowego

Wyznacz wektor wyjściowy

Y = f (W.X)

Z = f (V.Y)

Oblicz błędy neuronów

· Warstwa wyjściowa:
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· Warstwa ukryta:
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Aktualizuj wagi  

· Warstwa wyjściowa:
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(k = 1, 2, …, K)

· Warstwa ukryta:
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(j = 1, 2, …, J)

Krok 3: Jeśli wagi zostały bez zmian lub E < Emin to stop, wpp. powróć do Krok 2 

Pochodna funkcji aktywacji

1. Unipolarna funkcja sigmoidalna
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2. Bipolarna funkcja sigmoidalna:
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Funkcja przynależnosci mówi nam, w jakim stopniu

bylibysmy skłonni uznac dana wartosc za należącą do zbioru

• Reguły, których przesłanki lub wnioski

wyraGone sa w jezyku zbiorów rozmytych

– JeGeli x jest małe i y jest srednie, to uruchom alarm

– JeGeli x jest małe i y jest małe, to ustaw z na du*e

– JeGeli x jest du*e, to ustaw z na małe

• Reguły pochodzace od ekspertów zwykle

wyraGone sa w jezyku nieprecyzyjnym

• Zbiory rozmyte pozwalaja nam przełoGyc ten

jezyk na konkretne wartosci liczbowe

• Kwestie techniczne: jak realizowac operacje

logiczne (np. koniunkcja, implikacja) na

wartosciach rozmytych?

Niech X - dowolny zbiór skonczony (przestrzen stanów)

Niech f : X R - pewna rzeczywista funkcja na X (funkcja celu)

Zadanie optymalizacyjne polega na znalezieniu punktu x0 ze zbioru X

takiego, (e:

f(x0) = max( f(x) ), x _ X lub f(x0) = min( f(x) ), x _ X

Ka_de dyskretne zadanie optymalizacyjne mo_na rozwiazac

przez przejrzenie wszystkich mo_liwosci (wszystkich

elementów przestrzeni stanów). Czesto jednak istnieja

skuteczniejsze algorytmy (np. w przypadku sortowania).

Znalezc maksimum funkcji

Przestrzen stanów: wszystkie wartosci x z przedziału

[0,10]. Zakładajac dokładnosc obliczen do 6 cyfr znaczacych, otrzymujemy

107 potencjalnych rozwiazan.

Funkcja celu: badana funkcja f(x).

PROBLEM KOMIWOJAEERA

Dany jest graf G, którego krawedzie maja

ustalone długosci. Znalezc najkrótsza droge

przechodzaca dokładnie raz przez wszystkie

wierzchołki (o ile istnieje).

Przestrzen stanów: wszystkie mo.liwe drogi

przechodzace przez ka.dy wierzchołek dokładnie raz.

Wielkosc przestrzeni stanów: co najwy.ej n!, gdzie n - liczba wierzchołków.

Funkcja celu: łaczna długosc trasy.

PROBLEM POKRYCIA MACIERZY

Dana jest macierz A={aik} o wartosciach 0 lub

1. Znalezc taki najmniejszy zbiór kolumn B, .e

w ka.dym i-tym wierszu macierzy A mo.na

wskazac wartosc aik=1 taka, .e kolumna k

nale.y do B.

Przestrzen stanów: wszystkie mo.liwe pokrycia

kolumnowe macierzy A. Wielkosc przestrzeni stanów: mniej, ni. 2n,

gdzie n - liczba kolumn.

Funkcja celu: wielkosc zbioru B.

PRZESZUKIWANIE WIAZKOWE (1)

Schemat działania: budujemy rozwiazanie krok

po kroku (jak w alg. zachłannym), zawsze

zapamietujac k najlepszych rozwiazan i od nich

startujac w krokach nastepnych.

Przykład: problem komiwoja_era dla 7 miast (k=3)

1. Startujemy z losowego miasta.2. Znajdujemy k miast najbli.szych.3. Startujac z ka.dego z nich, liczymy odległosci do miast dotad nieodwiedzonych. Wybieramy k takich, by dotychczasowa długosc drogi była minimalna.4. Powtarzamy punkt 3. zapamietujac zawsze k najlepszych dróg.5. Gdy dojdziemy do ostatniego miasta, wybieramy najkrótsza z k zapamietanych dróg.

Przykład: problem pokrycia wierzchołkowego.W danym grafie G znalezc taki najmniejszy zbiórwierzchołków B, .e ka.da krawedz grafu konczy sie na jednym z wierzchołków z B.

Zadania „łatwe”:

Sortowanie

• Szukanie pierwiastków

wielomianów

• Szukanie maksimum funkcji

ciagłej i ró_niczkowalnej

• Mno_enie macierzy

• Sprawdzenie, czy w grafie

istnieje cykl Eulera

• ...

Znamy efektywne algorytmy

dajace dokładne rozwiazania.

Zadania „trudne”:

• Szukanie maksimum funkcji

nieciagłej, nieró_niczkowalnej,

zaszumionej, zmieniajacej sie w

czasie

• Szukanie najkrótszej postaci

danej formuły logicznej

• Rozkładanie liczb na czynniki

pierwsze

• Sprawdzenie, czy w grafie

istnieje cykl Hamiltona

Zadania “łatwe” Zadania “trudne”

Znane algorytmy dokładne

maja wysoka (np. wykładnicza)

zło_onosc czasowa.

Musimy szukac metod przybli_onych.

Problem nale_y do klasy zło_onosci czasowej P, gdy istnieje

DTM rozwiazujaca ten problem w czasie wielomianowym

wzgledem rozmiaru danych wejsciowych.

Problem nale_y do klasy zło_onosci czasowej NP, gdy istnieje

NDTM rozwiazujaca ten problem w czasie wielomianowym

wzgledem rozmiaru danych wejsciowych.

Intuicja: problem ma zło_onosc NP, jesli znajac rozwiazanie

jestesmy w stanie sprawdzic w czasie wielomianowym, czy jest ono

poprawne.

Maszyna Turinga jako scisły model matematyczny umo_liwia

precyzyjne definiowanie pojec zwiazanych ze zło_onoscia

obliczeniowa.

Czas działania = liczba kroków maszyny.
Problem P0 jest NP-zupełny, gdy:

a) P0 nale_y do klasy NP,

b) ka_dy problem z klasy NP da sie sprowadzic w czasie

wielomianowym do problemu P0.

Problem NP-trudny spełnia tylko punkt b) powy_szej definicji.

(Problemy NP-zupełne maja postac pytania “czy istnieje...”, a problemy

NP-trudne to zwykle ich optymalizacyjne wersje - “znajdz najmniejszy...”)
Do problemu SAT da sie sprowadzic dowolny problem z klasy

NP.

Zarys dowodu: ka_da maszyne Turinga rozwiazujaca konkretny problem z

klasy NP (wraz z danymi wejsciowymi) mo_na opisac pewna

skomplikowana formuła logiczna, która jest spełnialna wtedy i tylko wtedy,

gdy maszyna da wynik pozytywny. Zamiast konstruowac maszyne,

mo_emy wiec znalezc odpowiednia formułe i sprawdzic, czy jest

spełnialna.

• Klasa P - problemy rozwiazywalne w

czasie wielomianowym.

• Klasa NP - problemy rozwiazywalne w

wielomianowym czasie na NDTM (czyli

takie, których poprawnosc rozwiazania sprawdza

sie wielomianowo)

• SAT jest “uniwersalny”, jego rozwiazanie

w czasie wielomianowym pozwalałoby

na rozwiazanie wszystkich problemów z

klasy NP w czasie wielomianowym.

• Tego rodzaju problemów (nazywanych

NP-zupełnymi), jest wiecej!

• Nie znamy szybkich algorytmów

rozwiazywania problemów NPzupełnych.
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