Sieci neuronowe - uczenie

http://zajecia.jakubw.pl/nai/

Perceptron - przypomnienie
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Uczenie perceptronu

Przyklad: rozpoznawanie znakow
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Uczenie perceptronu

* Wejscie:

— Ciag przyktadéw uczacych ze znanymi odpowiedziami

* Proces uczenia: ¥
— Inicjujemy wagi losowo PR
jesli odpowiedz jest
nieprawidlowa, to

W, T=daXx,
0-=a

gdzie a jest réwne réznicy miedzy odpowiedzig
prawidiowg a otrzymana.




Uczenie perceptronu

» Czgsto a mnozy si¢ dodatkowo przez
niewielki wspotczynnik uczenia

* Po wyczerpaniu przyktadow, zaczynamy
proces uczenia od poczatku, dopoki nastepuja
jakiekolwiek zmiany wag potaczen

* Prog 6 mozna traktowac jako wage
dodatkowego wejscia o wartosci -1:
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Uczenie perceptronu

* Opisany schemat jest w miar¢
przejrzysty tylko dla pojedynczych
perceptrondw, lub niewielkich sieci

» Cigzko jest stosowac reguty tego typu
dla skomplikowanych modeli

— Tymczasem np. do rozpoznawania

wszystkich liter potrzeba by sieci ztozone]
z 26 takich perceptronow




Sieci perceptronow
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Ograniczenia pojedynczych perceptronow spowodowaty w latach
80-tych wzrost zainteresowania sieciami wielowarstwowymi i
opracowanie algorytmu ich uczenia (propagacja wsteczna)

Impulse

SIECI WIELOWARSTWOWE

* Wyjscia neuronow
nalezacych do
warstwy nizszej
potaczone sa z
wejsciami neuronow
nalezacych do
warstwy wyzszej

— np. metoda ,.kazdy z
kazdym”

+ Dzialanie sieci polega na liczeniu odpowiedzi
neuronow w kolejnych warstwach

* Nie jest znana og6lna metoda projektowania optymalne;j
architektury sieci neuronowe;j




SIECI PERCEPTRONOW

Potrafia reprezentowac¢ dowolng funkcj¢
boolowska (oparta na rachunku zdan)
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Funkcje aktywacji
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FUNKCJE AKTYWACJI (2)
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FUNKCJE AKTYWACJI (4)
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FUNKCJE AKTYWACJI (5)

« Zasady ogolne:
— Ciagtos¢ (zachowanie stabilnosci sieci jako
modelu rzeczywistego)
— Rézniczkowalno$¢ (zastosowanie
propagacji wstecznej)
— Monotoniczno$¢ (intuicje zwigzane z
aktywacja komoérek neuronowych)

— Nieliniowos¢ (mozliwosci ekspresji)




SIECI NEURONOWE

Potrafia modelowa¢ (dowolnie doktadnie
przyblizac¢) funkcje rzeczywiste

(z tw. Kolmogorowa)

funkcja aktywacji
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SIECI NEURONOWE

SIECI JAKO FUNKCJE ZLOZONE
(1)
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y=8 (Wlfl (Vl X TV X, ) +w, f, (Vlle TVX, ))

y= Network(x1 , xz)




SIECI JAKO FUNKCJE ZLOZONE
(2)

SIECI JAKO FUNKCJE ZLOZONE
(3)
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 Jesli wszystkie poszczegolne funkcje
aktywacji sa liniowe, to funkcja Network jest
roOwniez liniowa

* Architektura wielowarstwowa daje zatem
nowe mozliwosci tylko w przypadku
stosowania funkcji nieliniowych
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SIECI JAKO FUNKCJE ZtOZONE —
przypadek liniowy

11
v wl

vi . y
V22 w2
Niech
fi(x1,x2) = a;*(x1*v1, + x2*v2,) + b,
g(z1,22) = a*(z1*wl + z2*w2) + b
Wtedy
Network(x1,x2) = Al*x1 + A2*x2 + B
Np.:
Al =a*(al*vl*wl + a2*v2*w2)

PROPAGACJA WSTECZNA (1)

Chcemy “wytrenowac” wagi potaczen miedzy
kolejnymi warstwami neurondw

Inicjujemy wagi losowo (na mate wartosci)
Dla danego wektora uczacego obliczamy
odpowiedz sieci (warstwa po warstwie)
Kazdy neuron wyj$ciowy oblicza swoj btad,
odnoszacy si¢ do roznicy pomigdzy obliczona
odpowiedzia y oraz poprawna odpowiedzia t
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PROPAGACJA WSTECZNA (2)

_\—> odpowiedz sieci y
bladd  \iagciwa odpowiedz ¢

Btad sieci definiowany jest zazwyczaj jako

1 )
d=—(y—
2(y t)

dane uczace

PROPAGACJA WSTECZNA (3)

* Oznaczmy przez:
— f: R = R — funkcje¢ aktywacji w neuronie
— W} ..., W — Wagl potaczen wchodzacych
— 27 ooy Zg — Sygnaly naplywajace do neuronu z
poprzedniej warstwy
 Btad neuronu traktujemy jako funkcje wag
potaczen do niego prowadzacych:

1
d(w,,..,w )= E(f(wlz1 tot Wiz )—t)
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PRZYKLAD (1)

* Rozpatrzmy model, w ktorym:
— Funkcja aktywacji przyjmuje postacé
f(s)= Heﬁ
— Wektor wag potaczen = [1;-3;2]
» Zalozmy, ze dla danego przyktadu:
— Odpowiedz powinna wynosi¢ £ = 0.5
— Z poprzedniej warstwy dochodza sygnaty [0;1;0.3]

PRZYKLAD (2)

* Liczymy wejsciowa sume¢ wazona:
S =wx, +wyx, +wyx; =1-0+(=3)-1+2-03=-2.4

* Liczymy odpowiedZ neuronu:

1 1
y=fls)= 14 e3024+2) - l+e

—~0.23

* Blad wynosi:
d= %(0.23 ~0.5) ~0.036
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IDEA ROZKtADU BLEDU

e Musimy ,,roztozy¢” otrzymany btad na
potaczenia wprowadzajace sygnaty do
danego neuronu

» Skladowa btedu dla kazdego j-tego
potaczenia okreslamy jako pochodna
czastkowa btedu wzgledem j-tej wagi

» Sktadowych tych bedziemy mogli uzy¢
do zmodyfikowania ustawien
poszczegbdlnych wag potaczen

IDEA ROZKtLADU BLEDU

Zal6zmy, ze mamy neuron z wagami w,=0, w,=2, w,=3. Mamy
dane wektor wejsciowy: [0.3, 0.7], przy czym oczekiwana
odpowiedz to #=1. Jak nalezy zmieni¢ wagi, aby btad byt jak
najmniejszy?

Mozemy blqd przedstawic¢ jako funkcje w,, w,:

1 ¢ warto$¢ btedu
fls)=— Wagi powinni$my zmienié¢ w dla wag [2, 3]
kierunku spadku wartosci bledu.
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KIERUNEK ZMIANY WAG

Jesli rozwazymy wigksza liczbg przyktadow, funkcja sredniego
btedu bedzie miata bardziej skomplikowany ksztatt.
0.3,0.7], t=1
0.2, 0.9], t=0.1
-0.6, 1], =0
0,-0.8], t=0.5
[0.6, 1], t=0.3

1 o

Nachylenie wykresu w danym punkcie
(odpowiadajacym aktualnym warto$ciom wag) dane jest
przez gradient, czyli wektor pochodnych czastkowych.

o Zmiana wag powinna nastapi¢ w kierunku przeciwnym.
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OBLICZANIE POCHODNEJ
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PROPAGACJA WSTECZNA
* Idea:

— Wektor wag potaczen powinnismy przesuna¢ w
kierunku przeciwnym do wektora gradientu btedu
(z pewnym wspotczynnikiem uczenia 7)

— Mozemy to zrobi¢ po kazdym przyktadzie uczacym,
albo sumujac zmiany po kilku przyktadach.

* Realizacja: Aw, = n.(t_y)-f'(s)-zj

Prosty przyktad: wagi w,=1, w,=1, dane wejsciowe: [0.5, 0.5], £ = 1.
1
I+e™

Stad: s =0.5+0.5=1, y=0.731, zmiana w= (1- 0.731) * 0.19 * 0.5 = 0.026.
A wigc nowe wagi to 1.026. Ten sam przyktad da tym razem odpowiedz y=0.736.

—S

e

wigc: f’(S)= m

Funkcja sigmoidalna: fls)=

PROPAGACJA WSTECZNA

Bledy sa nastgpnie propagowane w kierunku poprzednich warstw.
Wprowadzmy pomocniczo wspdtczynnik bledu 6 zdefiniowany

dla ostatniej warstwy jako:
5= f(s)-(t-y)
a dla pozostatych warstw:
o= f'(s) Zwié‘i
i=1

czyli neuron w warstwie ukrytej “zbiera” btad
z neurondw, z ktdrymi jest potaczony.

blad 5,

Zmiana wag potaczen nastepuje po fazie propagacji biedu i odbywa
si¢ wedlug wzoru: Aw = n - Oz

Oznaczenia: w - waga wejscia neuronu, z - sygnat wchodzqcy do neuronu danym wejsciem,

O - wspotczynnik bledu obliczony dla danego neuronu, s - wartos¢ wzbudzenia (suma
wartosci wejsciowych pomnozonych przez wagi) dla danego neuronu.
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