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Wstęp


Jednymi z bardziej ciekawych problemów, których rozwi(zania maj( duże zastosowanie zarówno w wielu dziedzinach nauk jak i w praktyce, s( tak zwane zagadnienia decyzyjne. Mo(na by je krótko sformułować w sposób następuj(cy: “Jak( podj(ć decyzję, w danej sytuacji, na podstawie posiadanej wiedzy o rozważanym problemie”. Na pocz(tku nie zauwa(a się tutaj (adnej trudności, a nawet wydaje się, (e posiadanie wiedzy na dany temat od razu prowadzi do podjęcia właściwej decyzji. Gdy podjęta decyzja okazuje się błędna, zazwyczaj przyczyny szuka się w niereprezentatywności, b(dź niepełności posiadanej wiedzy. Po bli(szym przyjrzeniu się problemom rzeczywistym (wziętym z zastosowań praktycznych) oka(e się, (e wcale nie jest łatwo umiejętnie wykorzystać posiadaną wiedzę w procesie klasyfikacji (podejmowania decyzji), a je(eli nawet mamy ju( jak(ś metodę, to często, dla wielu rzeczywistych problemów, posiadana wiedza jest zbyt obszerna, by te metody zastosować skutecznie przy dostępnej ograniczonej mocy obliczeniowej komputerów.


Jednym z najczęstszych sposobów reprezentacji wiedzy jest traktowanie podmiotów wiedzy jako pewnych obiektów opisanych przez pewne cechy. Zatem najczęściej mamy do czynienia z tablicami wiedzy, gdzie, umownie, wiersze reprezentują obiekty, a kolumny opisuj(ce je cechy. Poniewa( rozważamy problemy decyzyjne to wyszczególnia się w tablicach wiedzy pewn( specjaln(, dodatkową kolumnę, traktowan( jako decyzję. Posiadana wiedza jest więc najczęściej zbiorem informacji o tym jaka została, b(dź powinna zostać, podjęta decyzja dla danego wektora wartości cech opisuj(cych dany obiekt. Na podstawie posiadanej wiedzy chcielibyśmy teraz móc podejmować decyzję dla nowych obiektów, tzn. takich, dla których znamy wartości cech je opisuj(cych, ale nie znamy wartości decyzji, jaka powinna być podjęta. Zatem głównym celem będzie wykrycie na podstawie posiadanej wiedzy pewnych zale(ności pomiędzy cechami opisuj(cymi obiekty i decyzj(. Zale(ności te będ( następnie wykorzystane przy klasyfikacji nowych obiektów, co w końcu umożliwi podjęcie decyzji.


Problemy decyzyjne pojawiaj( się w wielu dziedzinach, zarówno nauk jak i (ycia - ich przykładów jest więc bardzo wiele. Wśród nich znajduj( się następuj(ce: 


(Medycyna)�Jak na podstawie karty pacjenta i wyniku zestawu badań stwierdzić, czy jest on chory i na któr( z chorób?�Jak na podstawie wyników pomiarów EEG stwierdzić, czy dane dziecko ma szansę zachorowania lub jest chore na epilepsję i w jakim stopniu?


(Ekonomia)�Jak na podstawie danych o obecnej sytuacji rynku papierów wartościowych i innych danych ekonomicznych przewidzieć zmianę ceny akcji danego waloru na giełdzie papierów wartościowych?


(Wojskowość)�Jak na podstawie zdjęć satelitarnych Ziemi określić automatycznie, jakie obiekty (typu las, rzeka, most, wieś, droga, itp.) znajduj( się na danym zdjęciu?


(Ubezpieczenia)�Jak na podstawie danych o kliencie podj(ć decyzję, czy przyj(ć jego wniosek o kartę kredytow(?


Oczywiste jest, (e nigdy nie będziemy posiadać pełnej wiedzy o danym problemie: po pierwsze nigdy nie mamy wszystkich cech, które maj( wpływ na dany problem, po drugie nigdy nie mamy wszystkich mo(liwych kombinacji wartości cech mog(cych wyst(pić wraz z odpowiedni( wartości( decyzji jaka dla nich powinna zostać podjęta. Łatwo sobie wyobrazić, (e gdyby dany problem opisywało 60 cech (a często cech mo(e być kilkaset a nawet więcej) i ka(da cecha przyjmowałaby tylko dwie wartości - prawdę i fałsz (a często cechy przyjmuj( nawet tysi(ce wartości), to liczba mo(liwych kombinacji byłaby równa 260, a zatem do przechowania tej informacji potrzeba by pamięci masowej rzędu 106 terabajtów. Pomijaj(c nawet trudności technologiczne z przechowaniem takiej wiedzy, wydaje się być w większości przypadków niemo(liwości( rozpatrzenie wszystkich jej mo(liwych wariantów.


Wobec powyższych trudności głównym problemem staje się wnioskowanie o nowych przypadkach na podstawie posiadanej wiedzy o pewnych przypadkach (obiektach). Do tego celu często nie wystarczaj( pełne zale(ności pomiędzy cechami a decyzj(, poniewa( mog( być one zbyt mało ogólne, jako odnoszące się głównie do wiedzy posiadanej. Dlatego też często stosuje się tzw. zale(ności przybli(one, czyli zale(ności spełnione w pewnym stopniu.


Inn( trudności( s( coraz większe ilości danych gromadzonych o danym problemie. Tablice danych dochodz( wielkościami do gigabajtów danych i oczywiście wci(( zawieraj( tylko drobn( część wiedzy o danym problemie. W takich przypadkach niemo(liwe jest zastosowanie dotychczas opracowanych algorytmicznych metod wykrywania zale(ności (przybli(onych). Konieczne s( zatem nowe metody, pozwalaj(ce najpierw na rozbicie du(ych tablic na mniejsze fragmenty (co mo(na rozumieć jako szukanie rodziny modeli, która aproksymowałaby w zadowalaj(cym stopniu model wyjściowy), a później, na podstawie znalezionych zale(ności dla tych fragmentów, dokonać syntezy prowadzącej do wyznaczania zale(ności globalnych, czy też decyzji.


W pracy zajmujemy się prób( podejścia do problemów decyzyjnych, dla których tablice wiedzy s( du(ych rozmiarów. Rozdział 2 zawiera podstawowe pojęcia teorii zbiorów przybli(onych, która z powodzeniem została u(yta do wykrywania zale(ności, w tym zale(ności przybli(onych, na wielu danych rzeczywistych. Zgodnie z nazewnictwem zbiorów przybli(onych tablice wiedzy (modele) będziemy nazywać tablicami decyzyjnymi, a zale(ności będziemy wyra(ać za pomoc( tzw. reguł decyzyjnych. Większość idei przedstawionych w Rozdziale 2 została zaimplementowana m.in. przez autora, w systemie komputerowym RSES [26], [27], który powstał pod kierownictwem prof. dr hab. A. Skowrona w Zakładzie Logiki Matematycznej U.W.


W rozdziale 3 została przedstawiona idea wzorców i przykłady heurystyk ich generowania. Wzorce mog( zostać u(yte do procesu dekompozycji, który jest kluczowy w przypadku wnioskowań w du(ych modelach. Metody generowania wzorców, oraz wzorców uogólnionych za pomocą wag obiektów i atrybutów, a także metoda dekompozycji i wnioskowania oparta na drzewie binarnym wzorców pochodzą od autora.


Rozdział 4 zawiera propozycje systemu komputerowego, który wykorzystuje metody zbiorów przybli(onych i pojęcie wzorca, oraz mo(e zostać wykorzystany do wykrywania zale(ności przybli(onych w du(ych modelach. Znaczna część tego systemu została zaimplementowana m.in. w programie RSES i u(yta do eksperymentów z danymi rzeczywistymi.


Rozdział 5 zawiera omówienie wyników przeprowadzonych eksperymentów oraz opis kilku modeli rzeczywistych.


W pracy zostały przedstawione problemy, które wciąż są otwarte. Głównym z nich jest wykazanie, że problem znajdowania optymalnych wzorców jest NP-trudny. W tym celu zostały zaproponowane przez autora dwa sformułowania powyższego problemu: w języku teorii grafów oraz macierzy.





�
Podstawy teorii zbiorów przybliŻonych


Wprowadzenie


Teoria zbiorów przybli(onych została wprowadzona [18] jako narzędzie analizy wiedzy niepewnej, niedokładnej, rozmytej w ró(nych zastosowaniach metod sztucznej inteligencji. Jednym z celów metod teorii zbiorów przybli(onych jest wygenerowanie dobrego, w jakimś sensie uniwersalnego zbioru reguł decyzyjnych t.j. zdań postaci: “je(eli cechai1 = wartość1 ( cechai2 = wartość2 ( ... ( cechain = wartośćn to decyzja = wartośćd”.


 Reguły decyzyjne odzwierciedlaj( zale(ności pomiędzy cechami opisuj(cymi obiekty a decyzj( i mog( być u(yte do klasyfikacji nowych obiektów n.p. w procesach analizy baz danych. Łatwo zauwa(yć, (e dla dowolnego obiektu x ze zbioru treningowego mo(na wygenerować regułę decyzyjn( bior(c koniunkcję wszystkich deskryptorów a = v, gdzie a jest cech( (atrybutem) opisuj(c( x, a v jest wartości( atrybutu a na x. Taka reguła byłaby jednak bardzo mało ogólna i mogłaby być zastosowana tylko do obiektów identycznych z x. Przykład ten pokazuje, (e istnieje potrzeba generowania reguł, które miałyby mał( liczbę deskryptorów tak, by mogły one być zastosowane do klasyfikacji wielu ró(nych obiektów. Jednocześnie oczekiwalibyśmy takich reguł, które w zadowalaj(cym stopniu klasyfikowałyby poprawnie obiekty. Właśnie teoria zbiorów przybli(onych oferuje metody generowania reguł decyzyjnych spełniaj(cych przedstawione wymogi.


Podstawowe Pojęcia i Definicje


Systemy informacyjne:


Jak wspomnieliśmy wcześniej, tablice wiedzy s( najczęściej reprezentowane w postaci 2-wymiarowych tablic, w których wiersze reprezentuj( badane obiekty a kolumny opisuj(ce je cechy. W teorii zbiorów przybli(onych takie tablice nazywamy systemami informacyjnymi.


Systemem informacyjnym nazywamy parę A = (U, A), gdzie U jest niepustym, skończonym zbiorem, zwanym uniwersum i A jest niepustym, skończonym zbiorem atrybutów (cech), tj. je(eli a ( A, to


a: U ( Va,


gdzie Va jest zbiorem wartości atrybutu a. Przez 


V = ({Va: a ( A} 


oznaczamy zbiór wszystkich wartości występujących w A, a elementy zbioru U nazywamy obiektami.


Ka(dy system informacyjny A i niepusty zbiór B ( A wyznaczaj( funkcję B-informacji:


�EMBED Equation.3���


zdefiniowan( przez 


�EMBED Equation.3���(x) = {(a, a(x)): a ( B}. 


Gdy nie prowadzi to do nieporozumień, piszemy InfB zamiast �EMBED Equation.3���. Zbiór {InfB(x): x ( U} nazywamy zbiorem B-informacji i oznaczamy przez INF(A)|B. Zbiór INF(A)|A będzie oznaczany przez INF(A). Przez INF(A, V) oznaczamy zbiór wszystkich funkcji a:U ( Va, spełniaj(cych warunek 


( x(U ( a(A (a(x) ( Va).


Tablice decyzyjne:


W przypadku problemów decyzyjnych, przez decyzję rozumiemy najczęściej dodatkowy atrybut, którego wartość chcielibyśmy móc przewidywać. Tablice decyzyjne s( specjalnym przypadkiem systemów informacyjnych z wyróżnionym atrybutem decyzyjnym.


Tablic( decyzyjn( nazywamy system informacyjny postaci A = (U, A ( {d}), gdzie d ( A jest wyró(nionym atrybutem zwanym decyzj( (atrybutem decyzyjnym). Elementy zbioru A nazywamy atrybutami warunkowymi. Przez Vd oznaczamy zbiór wartości atrybutu decyzyjnego i przyjmujemy, (e jest równy {1, ..., r(d)}.


Klasy decyzyjne:


Łatwo zauwa(yć, (e decyzja d wyznacza podział uniwersum U na {X1, ..., Xr(d)}, gdzie Xk = {x ( U: d(x) = k} dla 1 ( k ( r(d). Zbiór Xi nazywamy i-t( klas( decyzyjn( A.


Dolna i górna aproksymacja zbioru:


Niech A = (U, A) będzie systemem informacyjnym, B ( A zbiorem atrybutów i niech X ( U będzie zbiorem obiektów. Zbiory:


{s ( U: [s]IND(B) ( X}


oraz


{s ( U: [s]IND(B) ( X ( (}


nazywamy odpowiednio B-doln( i B-górn( aproksymacj( zbioru X w A i oznaczamy, odpowiednio, przez BX i �EMBED Equation.3���. Zbiór 


BNB(x) = �EMBED Equation.3��� - BX 


nazywamy B-brzegiem zbioru X.


Zbiory będące sum( pewnych klas abstrakcji relacji nierozró(nialności nazywamy definiowalnymi przez B lub B-definiowalnymi. Zbiór X jest B-definiowalny wtedy i tylko wtedy, gdy �EMBED Equation.3��� = BX. 


Obszar pozytywny:


Niech X1, ..., Xr(d) będ( klasami decyzyjnymi tablicy decyzyjnej A. Przez B-obszar pozytywny A rozumiemy zbiór 


BX1 ( ... ( BXr(d)= POSB(d).


Innymi słowy, obszar pozytywny jest zbiorem wszystkich obiektów, o których, w oparciu o dostępną wiedzę wyrażoną przez atrybuty z B, można z pewnością powiedzieć do jakiej klasy decyzyjnej należą.


Relacja nierozró(nialności:


Niech A = (U, A) będzie systemem informacyjnym. Dla ka(dego podzbioru B zbioru atrybutów A mo(na wprowadzić relację równowa(ności INDA(B) (lub IND(B)) zwan( relacj( B-nierozró(nialności, zdefiniowan( następuj(co: 


IND(B) = {(x, x’) ( U2: ( a ( B, a(x) = a(x’)}.


Obiekty x i x’ będ(ce w relacji IND(B) s( nierozró(nialne przez atrybuty z B. Mo(emy rozwa(ać ró(ne warianty relacji nierozró(nialności [2], [19]. Na przykład dla tablic decyzyjnych może to być relacja rozró(niaj(ca tylko obiekty z ró(nych klas decyzyjnych. 


Redukty:


Kluczowym pojęciem w procesie wyszukiwania zale(ności w systemach informacyjnych jest pojęcie reduktu.


Przez RED(A) oznaczamy zbiór wszystkich reduktów A, t.j. zbiór wszystkich minimalnych (ze względu na inkluzję) podzbiorów B ( A takich, (e IND(B) = IND(A). W zale(ności od typu relacji nierozró(nialności IND mo(emy otrzymać ró(ne rodzaje reduktów [2]. Na przykład dla tablicy decyzjnej A = (U, A ( {d}) reduktem nazwiemy minimalny podzbiór B ( A taki, (e POSA(d) = POSB(d). Zbiór wszystkich takich reduktów oznaczymy przez RED(A, d).


Redukty będ( słu(yły do minimalizacji wiedzy potrzebnej do klasyfikacji obiektów (w przypadku problemów decyzyjnych). Intuicyjnie przez redukt mo(na rozumieć minimalny zbiór cech (atrybutów) opisuj(cych obiekty w tablicy decyzyjnej w stopniu zapewniającym poprawną klasyfikację obiektów.


Decyzja uogólniona:


Niech A = (U, A ( {d}) będzie tablic( decyzyjn(. Funkcję 


(A: U ( P({1, ..., r(d)})


nazywamy decyzj( uogólnion( w A, jeśli, dla dowolnego x (U,


(A(x) = {i: ( x’ ( U, x’IND(A)x ( d(x) = i}


Tablicę decyzyjn( A nazywamy spójn( (deterministyczn(, niesprzeczn() je(eli |(A(x)| = 1 dla ka(dego x ( U. W przeciwnym wypadku A nazywamy niespójn( (sprzeczn(, niedeterministyczn().


Deskryptory:


Niech A = (U, A ( {d}) będzie tablic( decyzyjn( i niech V = ({Va: a ( A} ( Vd. Deskryptorem nad B ( A ( {d} i V nazwiemy ka(de wyra(enie postaci a = v, gdzie a ( B i v ( V. Niech ( będzie boolowsk( kombinacj( deskryptorów. Wtedy przez (A rozumiemy zbiór obiektów wspierających ( w tablicy decyzyjnej A, zdefiniowany indukcyjnie:


Je(eli ( jest postaci a = v, to (A = {x ( U: a(x) = v}


(( ( (’)A = (A ( (A’


(( ( (’)A = (A ( (A’


((()A = U - (A


Reguły decyzyjne:


Zale(ności pomiędzy atrybutami warunkowymi a atrybutem decyzyjnym mo(na dość czytelnie wyrazić za pomoc( reguł decyzyjnych.


Reguł( decyzyjn( tablicy A nazywamy dowolne wyra(enie postaci ( ( d = v, gdzie ( jest boolowsk( kombinacj( deskryptorów zbudowanych z atrybutów warunkowych A zaś v ( Vd.


Reguła decyzyjna ( ( d = v tablicy A jest prawdziwa w A (ozn. ( (A d = v lub A |= ( ( d = v) wtedy i tylko wtedy, gdy (A ( (d = v)A. Jeżeli (A = (d = v)A, to mówimy, (e reguła jest A-dokładna. Przez A( oznaczamy tablicę decyzyjn( (U, A ( {(}), gdzie ( = (A. Ka(d( regułę decyzyjn( ( ( (A = (, prawdziw( w A( dla |(| > 1, nazwiemy niedeterministyczn(, a w przeciwnym przypadku deterministyczn(. Reguła niedeterministyczna jest to zatem taka reguła, która po prawej stronie implikacji zawiera dyzjunkcję co najmniej dwóch deskryptorów decyzyjnych. Reguły takie wyrażają zatem zależności przybliżone czyli spełnione w pewnym stopniu. Niech 


( ( d = �EMBED Equation.3��� ( … ( d = �EMBED Equation.3���


będzie regułą niedeterministyczną. Wtedy ( ( d = �EMBED Equation.3��� będzie regułą przybliżoną spełnioną w danej tablicy decyzyjnej A w stopniu 


�EMBED Equation.3���,


gdzie rankA(() oznacza liczbę obiektów z A wspierających formułę (. W szczególności, każda reguła deterministyczna jest spełniona w stopniu 1.


Główn( uwagę skupimy na regułach decyzyjnych generowanych na bazie reduktów i reduktów dynamicznych [2]. Zastosowane metody opieraj( się głównie na wnioskowaniach boolowskich dla syntezy reguł decyzyjnych [23], [4]. 


Wyznaczanie Reduktów


Macierz rozró(nialności:


Niech A = (U, A) będzie systemem informacyjnym i |U| = n. Przez M(A) oznaczymy macierz (cij) rozmiaru n ( n, gdzie cij = {a ( A: a(xi) ( a(xj)} dla i, j = 1, ..., n. Macierz M(A) nazwiemy macierz( rozró(nialności.


Funkcj( rozró(nialności fA dla systemu informacyjnego A nazwiemy funkcję boolowsk( m zmiennych a1*, ..., am*, odpowiadaj(cych odpowiednio atrybutom a1, ..., am, zdefiniowan( następuj(co:


fA(a1*, ..., am*) = ({( cij*: 1 ( j ( i ( n, cij ( (},


gdzie cij* = {a*: a ( cij}.


Twierdzenie [23]


Zbiór wszystkich implikantów pierwszych fA wyznacza zbiór RED(A) wszystkich reduktów A, tzn. �EMBED Equation.3��� jest implikantem pierwszym fA wtedy i tylko wtedy, gdy �EMBED Equation.3���.


Redukty Dynamiczne


Metody wyznaczania wszystkich reduktów, dla danej tablicy decyzyjnej A, daj( mo(liwość opisu wszystkich klas decyzyjnych A w postaci reguł decyzyjnych dokładnych w A, które s( minimalne ze względu na liczbę deskryptorów. Niestety reguły liczone powy(szymi metodami nie zawsze daj( dobre rezultaty w procesie klasyfikacji nowych obiektów. Głównym powodem tego jest to, (e odzwierciedlaj( one tylko aktualn( sytuację w tablicy i nie bior( pod uwagę tego, (e pewne redukty mog( być chaotyczne i w jakimś sensie przypadkowe. Natomiast wydaje się, (e mo(na by wykorzystać wiedzę o tzw. “dynamice” reduktów czyli informację o tym jak zbiór reduktów zmienia się dla ró(nych próbek tablicy decyzyjnej. Redukty dynamiczne s( właśnie narzędziem pozwalaj(cym wykorzystać dynamikę zmian zbioru reduktów dla ró(nych próbek tablicy decyzyjnej w procesie decyzyjnym.


Definicja:


Niech A = (U, A ( {d}) będzie tablic( decyzyjn(. Wtedy ka(dy system B = (U’, A ( {d}) taki, (e U’ ( U nazwiemy podtablic( A. Niech F będzie pewną rodzin( podtablic A. Wtedy przez DR(A, F) oznaczymy zbiór


RED(A, d) ( �EMBED Equation.3���RED(B, d)


Elementy zbioru DR(A, F) nazywamy F-dynamicznymi reduktami tablicy A. Bezpośrednio z definicji wynika, (e redukt tablicy A jest F-reduktem dynamicznym jeśli jest reduktem ka(dej podtablicy z rodziny F. Takie pojęcie reduktu dynamicznego często mo(e być jednak zbyt restrykcyjne i dlatego wprowadzimy pojęcie (F, ()-dynamicznego reduktu, gdzie ( ( 0. Przez DR((A, F) oznaczymy zbiór wszystkich (F, ()-dynamicznych reduktów, zdefiniowanych następuj(co:


�EMBED Equation.3���


Twierdzenie [2]


Je(eli F = {A} to DR(A, F) = RED(A, d).


Dla dwóch rodzin F, F’ podtablic tablicy A, je(eli F ( F’ to DR((A, F’) ( DR((A, F).


Je(eli ( ( (’ to DR((A, F) ( DR(’(A, F).


DR(A, F) ( DR((A, F), dla dowolnego ( ( 0.


DR0(A, F) = DR(A, F).


Je(eli C ( RED(B, d) to liczbę 


1 - inf{( ( 0: C ( DR((A, F)}


nazwiemy współczynnikiem stabilności reduktu C względem F.





�
Dekompozycja - kluczowe pojęcie metod wnioskowań w modelach rzeczywistych


Wprowadzenie


Jedn( z podstawowych barier na jakie napotyka się podczas analizy danych rzeczywistych jest ich rozmiar. Wiele dobrych algorytmów, opartych na takich dziedzinach jak sztuczna inteligencja czy maszynowe uczenie (ang. Machine Learning), przy zetknięciu z danymi o du(ych rozmiarach (gigabajty czy nawet terabajty danych), okazuje się nieprzydatnych ze względu na zbyt długi czas obliczeń i zbyt du(e wymagania pamięciowe. Przykładem s( tu równie( algorytmy teorii zbiorów przybli(onych, które sprawdzaj( się bardzo dobrze na danych do pewnego rozmiaru i nawet wspomagane ró(nymi heurystykami takimi jak algorytmy genetyczne czy inne, okazuj( się nieprzydatne przy wielu problemach rzeczywistych o dużych rozmiarach danych. W zwi(zku z potrzebami “inteligentnej” analizy du(ych tablic wiedzy od paru lat zaczęły gwałtownie rozwijać się takie dziedziny jak Data Mining czy Knowledge Discovery in Data Bases. Postęp tych dziedzin istotnie zale(y od rozwoju wydajnych metod generuj(cych reguły decyzyjne dla du(ych tablic danych. Wydaje się, (e znalezienie metod dobrego opisu klas decyzyjnych odgrywałoby tutaj istotn( rolę. W tym celu proponujemy u(ycie pojęcia wzorca, które będzie słu(yło zarówno do wyznaczania aproksymacyjnego opisu klas decyzyjnych, jak i równie( będzie narzędziem w procesie dekompozycji du(ych tablic na poddziedziny. W pierwszym przypadku wzorzec będzie bezpo(rednio wyra(a( zale(no(ci przybli(one, natomiast w drugim będzie po(rednim narzędziem do wykrywania takich zale(no(ci.


W dalszej części pracy zaproponujemy kilka metod pozwalaj(cych generować “dobre” w jakimś sensie wzorce dla du(ych baz danych oraz poka(emy jak mog( być one wykorzystane w procesie dekompozycji i generowania reguł decyzyjnych.


Wzorce


Pojęcie wzorca:


Niech A = (U, A) będzie systemem informacyjnym. Wzorcem T tablicy A nazwiemy dowoln( formułę postaci (pi(I, gdzie pi są deskryptorami postaci a = v, dla pewnego a ( A będącego atrybutem tablicy A, oraz v ( Va będącego jak(ś wartości( atrybutu a, przy założeniu, że dla dowolnych dwóch deskryptorów a = v i b = w mamy a ( b. Zakładaj(c, (e A = {a1, ..., am} wzorzec 


�EMBED Equation.3���


mo(na traktować jako ci(g x1, ..., xm, gdzie na pozycji p mamy wartość vp, dla p = i1,...,ik, a na pozostałych pozycjach występuje gwiazdka ‘*’ symbolizuj(ca dowoln( wartość.


Powiemy, (e obiekt x ( U spełnia deskryptor a = v, gdy a(x) = v. Obiekt x ( U spełnia (pasuje do wzorca) wzorzec T, je(eli spełnia wszystkie deskryptory z T. 


Przez długość l(T) wzorca T rozumiemy liczbę ró(nych deskryptorów w T. Przez nA(a, v) (lub w skrócie n(a, v)) będziemy oznaczać liczbę obiektów z A spełniaj(cych deskryptor a = v.


Jakość wzorca:


Przez fitnessA(T) oznaczamy liczbę obiektów z systemu informacyjnego A pasuj(cych do T, natomiast przez jakość wzorca T rozumiemy najczęściej iloczyn fitnessA(T) ( l(T). Niech s będzie liczb( naturaln(. Przez TemplateA(s) oznaczymy zbiór wszystkich wzorców T tablicy A takich, (e fitnessA(T) ( s.


Przykład:


Niech A = (U, A ( {d}) będzie tablic( decyzyjn( jak w Tabeli 1. Niech 


T = {a1 = 5, a3 = 0, a5 = black}


będzie wzorcem dla A (T mo(na wyrazić równie( jako ci(g <5,*,0,*,black>). Wtedy obiekty x1 i x4 pasuj( do wzorca T.


�
Atrybuty warunkowe:�
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�
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�
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�
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0�
1�
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�
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�
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Złożoność wyznaczania wzorców:


Problemy związane z wyznaczaniem wzorców można sformułować następująco:





Dane: System informacyjny A = (U, A), k ( N


Zadanie: Czy istnieje wzorzec dla A o jakości większej lub równej k?





Tak postawiony problem wydaje się być NP-zupełny aczkolwiek jest on wciąż otwarty [7], [5]. Analogicznie, problem:





Dane: System informacyjny A = (U, A) 


Zadanie: Znajdź wzorzec dla A o najlepszej jakości





wydaje się być NP-trudny. 


Poniżej przedstawimy dwa inne sformułowania tego problemu, które mogą ułatwić udowodnienie NP-trudności problemu wyznaczania wzorca o najlepszej jakości.





Dane: Graf pełny G = (V, E) etykietowany podzbiorami pewnego zbioru A mającymi własność przechodniości, tj. 


�EMBED Equation.3���


( u, v ( V e(u, v) ( A, gdzie e jest etykietą krawędzi łączącej u z v 


( u, v, w ( V zachodzi e(u, v) ( e(v, w) ( e(u, w) 





Zadanie: Wyznaczyć takie V’ ( V, że liczba �EMBED Equation.3��� jest maksymalna.





Fakt: Powyższy problem jest wielomianowo równoważny problemowi wyznaczania najlepszego wzorca. 


Dowód: Dla danego grafu pełnego G = (V, E), którego krawędzie są etykietowane podzbiorami jakiegoś zbioru X, spełniającego warunki 1-3 możemy skonstruować system informacyjny A = (U, A) w następujący sposób: Niech A = X oraz niech każdemu wierzchołkowi v ( V odpowiada jeden obiekt xv ( U. Wartości atrybutów tablicy A mogą być obliczone wg poniższego algorytmu: 


For each u, v ( V 


begin


For each a ( e(u, v) 


begin


		if a(xu) and a(xv) jest niewypełnione then


a(xu)=a(xv)=nowa_wartość, gdzie nowa_wartość ( Va


else if a(xu) jest niewypełnione then


a(xu)=a(xv)


else


a(xv)=a(xu)


end


End


For each a(x) niewypełnionego 


begin


	a(x)= nowa_wartość, gdzie nowa_wartość ( Va


End








Przykład: Niech A = {a, b, c} oraz G = (V, E) będzie grafem pełnym jak na rysunku:
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Wtedy stosując powyższy algorytm otrzymamy następujący system informacyjny:


Złożoność tego algorytmu jest wielomianowa i wynosi O(n2(m), gdzie n = |V| i m = |X|. Każdy podbiór V’ ( V wierzchołków grafu G będzie teraz odpowiadał jakiemuś wzorcowi T dla A, a liczba �EMBED Equation.3��� jest odpowiednikiem fitnessA(T)(l(T).


Odwrotnie, dla danego systemu informacyjnego A = (U, A), skonstruujmy graf pełny G = (V, E), gdzie każdemu obiektowi z U będzie odpowiadał jeden wierzchołek z V. Następnie, dla każdych dwóch wierzchołków u, v przypiszmy etykietę krawędzi e(u, v) w następujący sposób: 


e(u, v) = {a(A: a(x) = a(y)}, 


gdzie x, y ( U odpowiadają wierzchołkom u i v. Analogicznie, każdy wzorzec T dla A będzie odpowiadał pewnemu podzbiorowi zbioru wierzchołków grafu G, a liczba fitnessA(T)(l(T) jest odpowiednikiem �EMBED Equation.3���.





Inne sformułowanie problemu wyznaczania najlepszego wzorca jest następujące:





Dane: Macierz C o rozmiarach m(n 





Zadanie: Znaleźć taką permutację wierszy i kolumn macierzy C by zawierała ona największy blok jednorodny tzn. blok, którego każda kolumna zawiera tylko jedną wartość. Przez rozmiar bloku rozumiemy tutaj iloczyn liczby jego wierszy i kolumn.





Jeżeli teraz dla danego systemu informacyjnego A = (U, A) utworzymy macierz C = (cij), gdzie ci,j = ai(xj) i odwrotnie dla danej macierzy C utworzymy system informacyjny A = (U, A), gdzie ai(xj) = ci,j to znalezienie bloku dla C odpowiada znalezieniu wzorca dla A.


Zastosowanie wzorców:


Będziemy rozwa(ać dwa rodzaje wzorców:


wzorce, które mog( być traktowane jako przybli(one reguły decyzyjne tj. prawie wszystkie obiekty pasuj(ce do wzorca będ( pochodziły z tej samej klasy decyzyjnej.


wzorce, które mog( być u(yte do dekompozycji danej tablicy na mniejsze.


Wzorce pierwszego rodzaju (i) powinny być mo(liwie najkrótsze, o du(ej wartości funkcji fitness, a zarazem zbiór wszystkich obiektów pasuj(cych do takiego wzorca powinien prawie całkowicie zawierać się w jednej klasie decyzyjnej. Takie wzorce mogłyby zostać u(yte do konstrukcji aproksymacyjnego pokrycia klas decyzyjnych. 


Wzorce drugiego rodzaju (ii) powinny być jak najdłu(sze i zarazem wartość ich funkcji fitness powinna być możliwie du(a. Takie wzorce pozwalaj( zgrupować relatywnie du(( liczbę obiektów do poddziedzin. Mo(na oczekiwać, (e zbiory reguł decyzyjnych dla takich poddziedzin staj( się mocniejsze i maj( lepsz( jakość klasyfikacji nowych obiektów. Jednocześnie, krótszy jest czas generowania takich zbiorów reguł, poniewa( tablice dla których je liczymy s( mniejsze i bardziej regularne. Wzorce te mog( zostać u(yte do dekompozycji tablic na mniejszye podtablice (poddziedziny).


W pracy będziemy rozwa(ać ró(ne metody programów ewolucyjnych pozwalaj(cych szukać (poprzez drzewa dekompozycyjne dla danej tablicy decyzyjnej) np. drzew generuj(cych zbiór reguł decyzyjnych o jakości większej ni( z góry zadany próg. Zaproponujemy równie( kilka heurystyk pozwalaj(cych poszukiwać wzorców oraz podamy wyniki komputerowych eksperymentów przeprowadzonych z zastosowaniem tych heurystyk.


Metody Generowania Wzorców


Metoda MAX


Celem tej metody jest znalezienie jak najdłu(szych (w sensie funkcji l) wzorców o wartości funkcji fitness nie mniejszej ni( zadany próg s. Proponujemy tutaj u(ycie heurystyki, któr( będziemy nazywali “Metoda Max” [14], [15], [17]. Algorytm zaczyna działanie od wzorca pustego tzn. od wzorca T o długości 0. Wzorzec T jest rozszerzany przez kolejne dodawanie deskryptorów postaci a = v, dopóki wartość funkcji fitness(T) nie spadnie poni(ej progu s. Je(eli wzorzec T składa się z i - 1 deskryptorów, to i-ty deskryptor jest wybierany w następuj(cy sposób: Wśród atrybutów nie występuj(cych jeszcze w deskryptorach T szukamy takiego atrybutu a i, odpowiednio, wartości v ( Va, (e funkcja fitness wzorca T ( (a = v) przyjmuje maksymaln( wartość. Konstrukcja algorytmu szukaj(cego wzorca mo(e być w sposób wydajny zrealizowana następuj(co:


Niech T będzie wzorcem posiadaj(cym i - 1 deskryptorów i niech Ai-1 = (Ui-1, Ai-1), gdzie Ui-1 jest zbiorem obiektów pasuj(cych do T, zaś Ai-1 składa się z atrybutów zbioru A nie pojawiaj(cych się wśród deskryptorów T. Sortujemy obiekty z Ui-1 względem wartości ka(dego atrybutu. Następnie wybieramy atrybut a wraz z wartości( v tak, (e fitness�EMBED Equation.3��� jest maksymalny.





Algorytm Max, wersja 1. (Max1):





WejŚcie: System informacyjny A = (U, A), |U| = n, |A| = m oraz próg s (liczba naturalna).


Wyjście: Wzorzec T ( TemplateA(s) o “prawie” maksymalnej długości (tj. l(T) jest “blisko” max{l(T): T ( TemplateA(s)}).





T = (;


while l(T) < m i fitnessA(T) >s do


begin


Dla ka(dego atrybutu a ( T posortuj obiekty z U względem wartości a w celu znalezienia v ( Va pojawiaj(cego się w tablicy A najczęściej, tj. takiego, że nA(a, v) = max{nA(a, w): w ( Va}.


Wybierz deskryptor a = v o największej wartości funkcji fitness spośród deskryptorów skonstruowanych w poprzednim kroku, tj. odpowiadający nA(a, v) = max{nA(b, w): b ( A-A(T)}, gdzie A(T) jest zbiorem wszystkich atrybutów należących do deskryptorów T.


U := zbiór tych obiektów x ( U, że x spełnia deskryptor a = v;


A := A - {a};


T := T ( {a = v);


end


Przedstawiony powyżej algorytm pozwala znajdować jeden długi wzorzec dla danej tablicy decyzyjnej. Algorytm ten można nieco zmodyfikować tak, by pozwalał generować więcej różnych wzorców. Mianowicie, zamiast wybierać deskryptor o największej wartości funkcji fitness, rozwa(my wszystkie deskryptory skonstruowane w kroku 3.1 algorytmu i wybierzmy losowo jeden z nich. Prawdopodobieństwo wyboru deskryptora a = v określamy poniższym wzorem:


�EMBED Equation.3���


Zatem algorytm Max1 mo(e być zmodyfikowany następuj(co:





Algorytm Max, wersja 2. (Max2):





Wejście: System informacyjny A = (U, A), |U| = n, |A| = m oraz próg s (liczba naturalna).


Wyjście: Wzorzec T ( TemplateA(s) o “prawie” maksymalnej długości (tj. takie, że l(T) jest “blisko”�max{l(T): T ( TemplateA(s)}).





T = (;


while l(T) < m i fitnessA(T) >s do


begin


Dla ka(dego atrybutu a ( T posortuj obiekty z U względem wartości a w celu znalezienia v ( Va pojawiaj(cego się w tablicy A najczęściej tj. �nA(a, v) = max{nA(a, w): w ( Va}.


Wybierz losowo deskryptor a = v, spośród tych znalezionych w kroku 3.1, względem prawdopodobieństwa danego wzorem:


�EMBED Equation.3���.


U := zbiór tych obiektów x ( U, że x spełnia deskryptor a = v;


A := A - {a};


T := T ( {a = v);


end





Oba przedstawione algorytmy maj( zło(oność czasow( rzędu O(m2 n logn).


Znajdowanie wzorców przy pomocy wag obiektów


Wprowadzenie:


Główna idea tej metody znajdowania wzorców polega na przypisaniu pewnych wag, wszystkim obiektom tablicy decyzyjnej. Wagi te powinny odzwierciedlać potencjaln( szansę obiektu na to, by pasował do dobrego (w jakimś sensie) wzorca. Nale(y tutaj zauwa(yć, (e dowolny zbiór obiektów generuje wzorzec (być może pusty). Po przypisaniu odpowiednich wag obiektom rozpoczyna się proces ich selekcji z tablicy. Obiekty wybierane s( losowo, według prawdopodobieństwa zadanego przez nadane wcześniej wagi. Za ka(dym razem gdy nowy obiekt został wylosowany, liczona jest jakość otrzymanego wzorca. Je(eli jest ona większa od poprzedniej (z poprzedniego kroku), to kontynuujemy algorytm, zaś w przeciwnym wypadku odrzucamy nowo wybrany obiekt, o ile pozwala na to specjalna zmienna steruj(ca. Algorytm ten u(ywa ponadto mechanizmu tzw. “mutacji” - co pewną liczbę kroków algorytmu losowo wybrane obiekty s( usuwane z wzorca. Mutacja zwiększa szansę na omijanie lokalnych ekstremów funkcji jakości.


Wagi obiektów:


Wagi obiektów odzwierciedlające podobieństwo między obiektami [7]


Niech A = (U, A) i niech x ( U. Dla ka(dego y ( U liczymy gx,y = |{a: a(x) = a(y)}|, tzn. liczbę tych atrybutów, które przyjmuj( równe wartości na obiektach x i y. Liczba ta odzwierciedla, na ile obiekty x i y s( blisko siebie. Następnie, dla ka(dego atrybutu a ( A, liczymy 


wa(x) = �EMBED Equation.3��� 


i w końcu 


w(x) = �EMBED Equation.3���.


Łatwo zauwa(yć, (e 


w(x) = �EMBED Equation.3���.


Wagi obiektów odzwierciedlające częstość występowania wartości atrybutów


Niech A = (U, A) i x ( U. Dla ka(dego a ( A połóżmy


wa(x) = nA(a, a(x)).


Wtedy 


w(x) = �EMBED Equation.3���.


Algorytm:


Pierwszym krokiem algorytmu jest obliczenie wag wszystkich obiektów. Jest to zadanie najbardziej zło(one obliczeniowo w całym procesie. W przypadku du(ych tablic danych mo(na losowo wybrać jakiś podzbiór obiektów i tylko dla nich liczyć wagi. Następnie stosujemy metodę tzw. “koła ruletki” do losowego wyboru obiektów względem ich wag. Metoda ta zapewnia to, że im większ( wagę ma dany obiekt, tym większ( ma on szansę zostać wybranym. Losujemy kolejno jeden obiekt i uaktualniamy odpowiednie struktury danych (patrz poni(ej), a następnie jakość wzorca otrzymanego z wylosowanych obiektów. Obliczenie jakości jest bardzo szybkie dla struktur zaproponowanych poni(ej. Je(eli jakość otrzymanego wzorca jest lepsza ni( otrzymanego w kroku poprzednim, to kontynuujemy algorytm, zaś w przeciwnym przypadku odrzucamy ostatnio wylosowany obiekt wg pewnego prawdopodobieństwa, kontrolowanego przez specjaln( zmienn(, która zmienia swoj( wartość wraz z postępem algorytmu. Im dłu(ej algorytm ju( działa, tym mniejsze powinno być prawdopodobieństwo zachowania gorszego wzorca. Ponadto, z pewn( częstotliwości( wyrzucamy losowo jeden obiekt ze zbioru dotychczas wylosowanych wzorców.


Warunek stopu powyższego algorytmu mo(e być zdefiniowany w różny sposób. Może na przykład oznaczać moment, w którym dobieranie nowych obiektów nie poprawia jakości otrzymanego wzorca przez kilka kolejnych kroków albo gdy zmienna kontroluj(ca prawdopodobieństwo pozostania przy gorszym wzorcu osi(gnie pewien próg. W trakcie działania algorytmu zapamiętujemy najlepsze dotychczas znalezione wzorce.


Przykładowe struktury danych:


Następuj(ce struktury danych mog( zostać u(yte do przechowywania informacji o wylosowanych obiektach. Niech A = (U, A), |A| = n. Konstruujemy tablicę długości n wskaźników do listy struktur zawieraj(cych dwa pola: wartość atrybutu odpowiadaj(cego danej liście oraz liczbę wyst(pień tej wartości. Je(eli wybraliśmy teraz, powiedzmy, obiekt x, to dla ka(dego atrybutu a zwiększamy liczbę wyst(pień wartości a(x). Je(eli wartość a(x) nie istniała jeszcze na liście, to dodajemy j( do listy i ustawiamy liczbę jej wyst(pień na 1. Je(eli usuwamy jakiś obiekt ze zbioru wylosowanych obiektów wtedy odpowiednie wartości s( zmniejszane. Je(eli jakaś wartość ma liczbę wyst(pień równ( 0, to usuwamy z listy strukturę odpowiadaj(c( tej wartości. Listy mog( być sortowane w trakcie doboru nowych obiektów w odniesieniu do liczby wyst(pień danej wartości. Pozwala to na szybsze wyszukiwanie odpowiednich wartości z list, poniewa( wartości najczęściej występuj(ce w tablicy s( na pocz(tku listy. Dodatkowo mo(e zostać stworzona tablica długości n, która dla ka(dego atrybutu a przechowuje liczbę ró(nych jego wartości wśród wylosowanych obiektów. Wtedy policzenie funkcji l sprowadza się do policzenia liczby jedynek w tej tablicy.


Przykład:


Rozważmy następujący zbiór obiektów:





x1: 1 5 0 0 1


x2: 3 3 0 1 1


x3: 1 2 0 3 1





Wówczas mog( zostać u(yte następuj(ce struktury danych:


2�
3�
1�
3�
1�
�
(I)


1;2�
5;1�
0;3�
0;1�
1;3�
�
3;1�
3;1�
�
1;1�
�
�
�
2;1�
�
3;1�
�
�
(II)











i jakość mo(e zostać policzona w następuj(cy sposób:


liczba wartości ‘1’ w tablicy (I) = 2


liczba wybranych obiektów = 3


zatem jakość = 2 * 3 = 6


Znajdowanie wzorców przy pomocy wag atrybutów


Wprowadzenie:


Ta metoda bazuje na idei podobnej do przedstawionej wy(ej metody generowania wzorców za pomoc( wag obiektów. Tym razem przypisujemy pewne wagi zarówno wszystkim atrybutom w tablicy jak i wszystkim wartościom atrybutów. W procesie szukania wzorców wybieramy losowo najpierw atrybuty a następnie wartości atrybutów według prawdopodobieństwa zadanego przez wagi, tworz(c zbiór deskryptorów, które wyznacz( wzorzec. Za ka(dym razem, gdy wybierzemy jakiś nowy atrybut a i wartość tego atrybutu va, liczymy jakość wzorca dla zbioru dotychczas dobranych deskryptorów, wraz z nowym deskryptorem. Je(eli wzorzec wyznaczony przez nowy zbiór deskryptorów jest lepszy ze względu na jakość, to kontynuujemy algorytm, zaś w przeciwnym wypadku postępujemy w zale(ności od pewnej zmiennej kontrolnej, która zmienia swoj( wartość wraz z postępem obliczeń algorytmu. Podobnie jak w przypadku metody wag dla obiektów, stosujemy mechanizm mutacji, tzn., z pewn( częstości(, wyrzucamy losowo wybrany deskryptor ze zbioru dotychczas wybranych. Pozwala to unikać lokalnych ekstremów.


Wagi atrybutów:


Niech A = (U, A), |U| = m, |A| = n. Dla ka(dego atrybutu a ( A mo(emy uporz(dkować jego wartości względem nA(a, v), gdzie v ( Va. Wtedy przez �EMBED Equation.3��� oznaczymy i-t( wartość atrybutu a w powy(szym porz(dku. Je(eli nA(a, v) = nA(a, u) dla u ( v, to losowo wybieramy, która wartość jest większa w tym porz(dku. Niech 


wA(a) = �EMBED Equation.3���. 


Jak łatwo teraz zauwa(yć wA(a) ( [2/(m+1), 1]. Dla dowolnej wartości u atrybutu a mo(emy zdefiniować wagę u jako 


�EMBED Equation.3���.


Podobnie, �EMBED Equation.3��� i dla dowolnego a ( A


�EMBED Equation.3���.


Algorytm:


Algorytm znajdowania wzorców za pomoc( wag atrybutów.





zainicjalizuj wzorzec T


i = 1, k = 1, jakość = 0


while not STOP do BEGIN


wybierz losowo r ( [2/(m+1),1)


if r < wA(ai) i T(i) = ‘*’ then


wybierz liczbę naturaln( l ( {1, ..., |�EMBED Equation.3���|} tak(, (e �EMBED Equation.3���


T(i) = �EMBED Equation.3���


policz nowa_jakość dla T


if nowy_jakość ( jakość * fitness_coeff then T(i) = ‘*’ else jakość = nowy_ jakość; zapisz(T)


if k = mutation_coeff then usuń losowo wybrany deskryptor T; k = 0;


i = i + 1; k = k + 1;


if i = n then i = 1;


END


Czasami możemy być zainteresowani znajdowaniem wzorców relatywnie długich, mniej zwracaj(c uwagę na liczbę pasujących do niego obiektów. W takim przypadku należałoby odpowiednio zainicjować wzorzec początkowy (krok 1 algorytmu), np.poprzez zastosowanie kroków 3.1 do 3.2.4. W innych przypadkach możemy być zainteresowani wzorcami o du(ej wartości funkcji fitness nie zwa(aj(c na ich długość. Wtedy początkowy wzorzec mo(e być np. pusty. Wartości zmiennych kontrolnych fitness_coeff i mutation_coeff powinny zostać wyznaczone eksperymentalnie. Zmian( wartości tych zmiennych możemy kontrolować długość otrzymywanych wzorców.


Znajdowanie wzorców przy pomocy algorytmu genetycznego


Algorytmy genetyczne dla problemów optymalizacyjnych:


Niech S będzie daną skończoną przestrzenią stanów i niech f: S ( R+. Celem będzie znalezienie takiego x0 ( S, że f(x0) = max{f(x): x ( S}. Elementy zbioru S nazwiemy teraz zwyczajowo osobnikami (indywiduami). Główna idea klasycznego algorytmu genetycznego bazuje na teorii Darwina doboru naturalnego. Traktujemy wartość funkcji f jako stopień przystosowania danego osobnika do danego środowiska i symulujemy proces ewolucji według następujących reguł: (i) wybieramy sposób kodowania osobników (najczęściej jest to ciąg bitów reprezentujący chromosom danego osobnika). Losowo wybieramy zbiór chromosomów jako populację początkową. (ii) liczymy wartość funkcji fitness F(c) dla każdego chromosomu c jako wartość funkcji f(s(c)), gdzie s(c) jest osobnikiem o kodzie c. Następnie tworzymy nową populację zamieniając w pewnym procesie losowym chromosomy o małej wartości funkcji fitness tymi o większej wartości funkcji fitness. (iii) Dokonujemy wyboru nowej populacji stosując operatory genetyczne takie jak mutacja i krzyżowanie (wymiana części kodu genetycznego pomiędzy dwoma osobnikami). (iv) powtarzamy punkty (ii) - (iii) dla nowej populacji. W wyniku procesu ewolucji chcielibyśmy otrzymać jak najlepszego osobnika xmax, który jest jak najbliżej osobnika optymalnego x0.


Reprezentacja:


Łatwo zauważyć, że każdy wzorzec T może być reprezentowany przez (1) binarny ciąg długości n - każda pozycja ciągu odpowiada jednemu atrybutowi i ma wartość 1 gdy dany atrybut występuje wśród deskryptorów T oraz 0 w przeciwnym przypadku; (2) dowolny obiekt pasujący do T (zwany dalej obiektem bazowym). Taka reprezentacja jest naturalna w przypadku gdy formułujemy problem np. “Znajdź największy wzorzec pasujący do obiektu x”. Równie( przypadek pytania typu “Znajdź najlepszy globalny wzorzec w danym systemie informacyjnym” może być przeformułowany na przypadek znalezienia najlepszego wzorca pasującego do jednego konkretnego obiektu. Algorytm opisany poniżej znajduje wzorce dla jednego obiektu bazowego.


Niech A = (U, A), |U| = m, |A| = n. Niech xb będzie obiektem bazowym. Będziemy teraz szukać najlepszego wzorca do którego pasuje xb. W tym celu zastosujmy następuj(cą procedurę:


i = 1, T = {*,*, ..., *}, oraz niech (b1...bn) = ((a1...an) będzie uporz(dkowan( list( atrybutów - porz(dek zadany jest przez permutację (.


Policz długość wzorca T


Dodaj deskryptor bi = xb; i = i + 1


Powtarzaj punkty 2, 3 dopóki i ( n


Wybierz najlepszy wzorzec znaleziony w punkcie 2.


Każdy wzorzec maksymalny lokalnie może zostać znaleziony za pomoc( powyższego algorytmu - wynik zależy tylko od porządku atrybutów. Złożoność czasowa tego algorytmu jest rzędu O(n2 ( m), aczkolwiek istnieje jeszcze wiele sposobów optymalizacji tego algorytmu np. obiekty, które na żadnym atrybucie nie pasuj( do obiektu bazowego mogą zostać pominięte. Głównym celem jest znalezienie właściwego porządku na zbiorze atrybutów i do tego może zostać użyty algorytm genetyczny. Chromosomem będzie permutacja ( długości n. 


W zasadzie nie ma prostej i szybkiej metody wygenerowania wzorca optymalnego globalnie poprzez ten algorytm - generowanie najlepszego wzorca dla dowolnego obiektu jest raczej nie do zaakceptowania w przypadku du(ych baz danych. Z drugiej strony do wzorca optymalnego globalnie powinno pasować wiele obiektów. Je(eli teraz uda nam się wybrać jako obiekt bazowy obiekt pasuj(cy do wzorca globalnie optymalnego mo(emy znale(ć optimum globalne. Zatem w procesie szukania wzorca mo(emy wybrać losowo pewien podzbiór obiektów, którego elementy będziemy traktować jako obiekty bazowe.


Funkcja przystosowania fitness:


Wartość funkcji fitness F(T) zale(y od dwóch parametrów: (1) liczby OT obiektów w tablicy pasuj(cych do wzorca T (z wył(czeniem obiektu bazowego) i (2) liczby AT będ(cej liczb( deskryptorów wzorca T. Zatem F(T) zdefiniujemy jako:


F(T) = OT ( AT


Liczenie wartości funkcji fitness F(T) jest operacj( najbardziej kosztown( z punktu widzenia całego algorytmu, ale mo(na u(yć pewnych technik do przyśpieszenia tej operacji.


Metody selekcji:


Gdy policzymy ju( wartość funkcji fitness dla ka(dego chromosomu, wtedy mo(emy zacz(ć proces selekcji. Wpierw znormalizujemy funkcję fitness w następuj(cy sposób:


FN(x) = �EMBED Equation.3���


Następnie będziemy traktować FN jako rozkład probabilistyczny i wybierzemy now( populację osobników losowo, u(ywaj(c tego rozkładu (stosuj(c np. algorytm “koła ruletki” [8]). Dodatkowo mo(na zastosować strategię elitarności, tzn.przenoszenia najlepszych osobników do nowej populacji bez dokonywania jakichkolwiek zmian w ich chromosomach. Eksperymenty komputerowe pokazały, (e zastosowanie tej strategii podwy(szyło w pewnym stopniu końcowe rezultaty.


Operator krzy(owania:


Jednym z podstawowych operatorów genetycznych jest operator krzy(owania. Jest on stoswany z prawdopodobieństwem Pc = 0.7 na chromosomach wybranych do procesu reprodukcji. U(ywamy tutaj metody zwanej PMX (Partially Matched Crossover [8]): permutacje rodzicielskie s( przecięte w dwóch losowo wybranych punktach. Otrzymane środkowe fragmenty chromosomów s( zamienione a następnie u(yte jako lista transpozycji chromosomów rodzicielskich.


Operator mutacji:


Prawdopodobieństwo zajścia mutacji na pojedynczym bicie chromosomów zostało wybrane jako 0.1. Mutacja permutacji oznacza transpozycję dwóch elementów jak pokazano na przykładzie: { 1 2 3 4 5 } ( { 1 3 2 4 5 }.


Wzorce Decyzyjne 


Wprowadzenie


Wzorce znalezione za pomoc( opisanych powy(ej algorytmów mog( zostać wykorzystane np. do znajdowania pewnych regularności (klastrów) w bazach danych. Jednak w wielu przypadkach mo(e nas interesować równie( znalezienie algorytmu decyzyjnego, tj., zbioru reguł wyra(aj(cych zale(ności pomiędzy atrybutami warunkowymi i decyzyjnymi. Wzorce mogą być wykorzystane w tym celu jako opisujące klasy decyzyjne. Mo(e to być dokonane według następuj(cego schematu:


Znajdujemy zbiór wzorców T pokrywaj(cych dan( klasę decyzyjn( tak, by jak najwięcej obiektów z tej klasy i jak najmniej spoza niej pasowało do wzorców z T.


Grupujemy wzorce znalezione w kroku 1. i stosujemy operacje generalizacji i /lub kontrakcji. Operacje te mog( być stosowane w sposób adaptacyjny, co pozwala osiągnąć lepsze rezultaty. Krok 2. powtarzamy do momentu znalezienia lokalnie optymalnego algorytmu decyzyjnego.


Je(eli znaleziony algorytm decyzyjny nie jest zadowalaj(cy, to powtarzamy kroki 1. i 2.. W przeciwnym wypadku traktujemy otrzymany wynik (ewentualnie stosuj(c jeszcze post-processing) jako aproksymacyjny opis klasy decyzyjnej.


Operator generalizacji mo(e być rozumiany jako, w najprostszym przypadku, suma obiektów pasuj(cych do jednego z wzorców, lub, odpowiednio, najkrótszy wzorzec, do którego pasuje jak najwięcej obiektów. Operacja kontrakcji mo(e być zdefiniowana jako część wspólna wzorców. Dla obu tych operacji mo(emy rozwa(yć np. wagi przypisane atrybutom, jak równie( zastosować inne techniki zwi(zane np. z takimi pojęciami jak tolerancja czy niepewność (uncertainty) wynikające z opisu wzorca.


Jakość algorytmów decyzyjnych otrzymanych powy(sz( metod( zale(y w du(ym stopniu od tego, jak dokładnie pasuj( one do klas decyzyjnych i jaka jest ich zło(oność - chcielibyśmy móc wygenerować możliwie najkrótsze reguły decyzyjne. Przedstawione poni(ej rezultaty eksperymentów komputerowych, przeprowadzonych na danych rzeczywistych, potwierdzaj( powy(sz( tezę.


Znajdowanie wzorców decyzyjnych przy pomocy algorytmu genetycznego


Wzorce decyzyjne mogą zostać wygenerowane np. za pomoc( algorytmu genetycznego, podobnie jak to było opisane w [28]. Należy jedynie zmodyfikować definicję funkcji fitness wg następującego wzoru 


�EMBED Equation.3���


gdzie:


O+ oznacza liczbę obiektów pasuj(cych do T i zawartych w klasie decyzyjnej;


O- oznacza liczbę obiektów pasuj(cych do T i nie nale((cych do klasy decyzyjnej;


Oused oznacza liczbę obiektów pasuj(cych do wzorca T, zawartych w klasie decyzyjnej, ale ju( pokrytych przez wzorzec wygenerowany wcześniej;


Oclass oznacza liczbę obiektów nale((cych do klasy decyzyjnej;


c1, c2 s( parametrami wyznaczanymi eksperymentalnie.


U(ywaj(c tak zdefiniowanej funkcji fitness mo(emy generować wzorce pokrywaj(ce cał( klasę decyzyjn(. Zaczynamy od losowo wybranego obiektu z klasy decyzyjnej, który będzie traktowany jako obiekt bazowy i zapamiętujemy znaleziony wzorzec. Następnie wybieramy losowo następny obiekt bazowy z klasy decyzyjnej, ró(ny od wybranych w poprzednich krokach, i generujemy dla niego wzorzec. Zauwa(my, (e du(a wartość współczynnika c1 przyczynia się do zmniejszenia liczby obiektów pasuj(cych do znalezionego wzorca i nie nale((cych do klasy decyzyjnej, ale za to znalezione wzorce s( krótsze. Zwiększanie współczynnika c2 powoduje mniejsze nakładanie się na siebie znalezionych wzorców. Jako aproksymacyjny opis klasy decyzyjnej mo(emy teraz u(yć wszystkich znalezionych w powy(szym procesie wzorców.


W tabeli 2 znajduj( się wyniki przeprowadzonych eksperymentów komputerowych.


Rozmiar tablicy decyzyjnej�
Rozmiar klasy decyzyjnej�
Czas obliczeń min:sek�



c1�



Wynik�
Wydajność algorytmu decyzyjnego�
�
192(61�
35�
0:13�
0.7�
3/0 + 3/0 + 2/0 + 3/0 + 2/0 + 3/0 + 2/0 + 2/0 + 2/0 + 2/0 + 1/0 + 1/0 + 2/0 + 2/0 + 1/0 + 2/0 + 2/0 �
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�
�
�
0:02�
0.3�
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�
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[total: 90 templates]�
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�
�
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0.4�
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[total: 54 templates]�
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�
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4:24�
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[total: 28 templates]�
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�
�
�
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0.4�
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�
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0.5�
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[total: 353 templates]�
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�
�
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0.3�
830/14,704�
830/14.704�
�
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W powy(szej tabeli ka(dy element kolumny “wynik” oznacza jeden znaleziony wzorzec. X/Y znaczy, (e do danego wzorca pasuje X obiektów z danej klasy decyzyjnej i Y obiektów nie należących do tej klasy. Przez wydajność algorytmu decyzyjnego rozumiemy liczbę obiektów pasuj(cych do sumy wszystkich otrzymanych wzorców (wewn(trz klasy/spoza klasy).


Powy(sze wyniki pokazuj(, (e musimy być bardzo ostro(ni dobieraj(c wartość współczynnika c1. Je(eli wartość c1 jest za wysoka, to otrzymujemy zbyt du(o wzorców, z kolei, je(eli jest za niska to otrzymane algorytmy decyzyjne s( bezu(yteczne, tzn., nie mog( poprawnie rozpoznawać zbyt du(ej liczby obiektów. Z drugiej strony często jednak mamy do czynienia z wieloma wzorcami, do których pasuje tylko niewielka liczba obiektów (1 lub 2 obiekty). Takie wyj(tki mog( zostać pomijane w przypadku gdy jesteśmy zainteresowani krótkimi i ogólnymi regułami decyzyjnymi.


Wzorce Uogólnione


Wprowadzenie


Idea wzorców mo(e być rozszerzona do tzw. wzorców uogólnionych, czyli wzorców postaci GT = ((�EMBED Equation.3��� ( ... ( �EMBED Equation.3���)) ( ... ( (�EMBED Equation.3��� ( ... ( �EMBED Equation.3���))). Główną ró(nic( jest to, (e zamiast deskryptorów jednoelementowych mamy deskryptory wieloelementowe. We wzorcu w sensie poprzednich definicji dany atrybut mógł mieć tylko jedn( wartość i w reprezentacji wzorca za pomoc( ci(gu długości n, na ka(dej pozycji mogła być albo jedna, konkretna, ustalona wartość albo ‘*’ symbolizuj(ca dowoln( wartość. Teraz we wzorcu uogólnionym na ka(dej pozycji mo(e być więcej ni( jedna wartość, a dopiero przypadek wyst(pienia wszystkich wartości danego atrybutu będzie odpowiadał sytuacji, gdy na pozycji wzorca odpowiadaj(cej temu atrybutowi był symbol ‘*’.


Definicja


Powiemy (e obiekt x spełnia deskryptor (a = v1 ( ... ( a = vm), je(eli a(x) ( {v1, ..., vm}. Obiekt x spełnia wzorzec uogólniony GT je(eli spełnia wszystkie deskryptory GT.


Innym rozszerzeniem pojęcia wzorca mo(e być idea wzorców z ciągłymi deskryptorami tj. z deskryptorami postaci a = [vi1, vi2] ( ... ( [vm1, vm2].


Znajdowanie wzorców uogólnionych


W zasadzie wszystkie metody przedstawione dotychczas mog( zostać łatwo zaadaptowane do znajdowania wzorców uogólnionych. W przypadku szukania wzorców globalnych dla danej tablicy decyzyjnej, mo(emy łatwo zmodyfikować funkcję jakości. Dla dowolnego a ( A, niech 


�EMBED Equation.3���


gdzie k będzie długości( deskryptora uogólnionego odpowiadaj(cego atrybutowi a. Liczba s(a) intuicyjnie oznacza stopień w jakim deskryptor odpowiadaj(cy atrybutowi a nie jest ‘*’. Je(eli s(a) = 0 znaczy to, (e na pozycji wzorca odpowiadaj(cej atrybutowi a mamy ‘*’; je(eli zaś s(a) = 1 znaczy to, (e deskryptor odpowiadaj(cy atrybutowi a ma tylko jedn( wartość. Na podstawie funkcji s mo(emy teraz zmodyfikować funkcję fitness i długość l. Przez fitnessA(GT) będziemy oznaczali liczbę obiektów pasuj(cych do wzorca GT, a przez długość l wzorca uogólnionego GT będziemy rozumieli:


l(GT) = �EMBED Equation.3���


Aproksymacja Wzorców


Pojęcie wzorca decyzyjnego mo(e być bardzo u(yteczne dla zapewnienia szybkiej klasyfikacji nowych obiektów. Je(eli obiekt pasuje do któregoś z wzorców wygenerowanych dla danej klasy decyzyjnej, to mo(emy zało(yć, (e ta klasa jest odpowiednia dla tego obiektu. Przykład zamieszczony poni(ej pokazuje, (e w wielu przypadkach informacja zawarta we wzorcach jest wystarczaj(ca do klasyfikacji nowych obiektów.


Przykładow( tablic( jest “satimage” zawieraj(ca dane o obiektach sfotografowanych przez satelitę [11]. S( dostępne dwa zbiory danych: (1) tablica treningowa zawieraj(ca 4435 obiektów opisanych przez 36 atrybutów oraz (2) tablica testowa zawieraj(ca 2000 obiektów opisanych przez te same 36 atrybutów. Czas generowania wzorców dla tablicy treningowej wyniósł ok. 1200 s., natomiast czas klasyfikowania obiektów z tablicy testowej ok. 12 s. Jakość klasyfikacji obiektów z tablicy testowej była następuj(ca: 


37%	zaklasyfikowanych prawidłowo


6%	zaklasyfikowanych nieprawidłowo


2%	zaklasyfikowanych do więcej ni( jednej klasy decyzyjnej


52%	w ogóle nie zaklasyfikowanych


99%	zaklasyfikowanych prawidłowo obiektów tablicy treningowej


Wobec du(ej liczby obiektów nie zaklasyfikowanych do (adnej klasy decyzyjnej nie mo(emy u(yć tej techniki jako odrębnej metody klasyfikacji. Z drugiej strony, mały procent obiektów sklasyfikowanych nieprawidłowo i krótki czas ich klasyfikacji (w porównaniu z innymi systemami [9], [2]) czyni( z tej techniki interesuj(ce dodatkowe narzędzie. Moglibyśmy u(yć du(ej liczby wzorców do pełnego pokrycia wszystkich klas decyzyjnych, ale w przypadku danych “satimage” liczba potrzebnych do tego wzorców (czyli liczba reguł decyzyjnych) wyniosła ponad 1400. Liczbę tę mo(emy znacznie zmniejszyć pomijaj(c tzw. wyj(tki, czyli wzorce do których pasuje tylko jeden (lub dwa) obiekty. W powy(szym przykładzie liczba reguł zmniejszyła się w ten sposób do 570. Poni(ej zamieszczone s( wyniki klasyfikacji obiektów z tablicy testowej przez te reguły.


33%	zaklasyfikowanych prawidłowo


4%	zaklasyfikowanych nieprawidłowo


1%	zaklasyfikowanych do więcej ni( jednej klasy decyzyjnej


60%	w ogóle nie zaklasyfikowanych


65%	zaklasyfikowanych prawidłowo obiektów tablicy treningowej


Wysoki procent obiektów nie zaklasyfikowanych do (adnej klasy decyzyjnej mo(e być spowodowany “ostrości(” pojęcia wzorca. Aby klasyfikować obiekty bardziej elastycznie, wprowadzimy pojęcie podobieństwa między obiektami i wzorcami. Wpierw zdefiniujmy funkcję podobieństwa da(vi, vj) pomiędzy wartościami atrybutu a, która przyjmuje wartości z przedziału [0, 1]. Je(eli da(vi, vj) przyjmie wartość 1, powinno to oznaczać, (e vi i vj s( identyczne (w sensie podobieństwa), a je(eli 0 - vi, vj s( całkowicie ró(ne. Przykładem takiej funkcji mo(e być następuj(ca:


da(v1, v2) = �EMBED Equation.3���,


gdzie vmax i vmin s( odpowiednio największ( i najmniejsz( wartości( atrybutu a. Funkcja da mo(e oczywiście być bardziej zło(ona i ró(na dla ró(nych atrybutów.


Załó(my teraz, (e dla ka(dego atrybutu a mamy zdefiniowan( funkcję da i niech D(x, T) będzie miar( podobieństwa obiektu x do wzorca T, zdefiniowan( jak następuje:


D(x, T) = �EMBED Equation.3���,


gdzie pv jest parametrem jakościowym przypisanym wartości v.


Miara podobieństwa D przyjmuje wartości z przedziału [0, 1]. Sposób klasyfikacji nowych przypadków mo(e teraz przebiegać następuj(co. Niech x będzie nowym obiektem, liczymy wartość funkcji D(x, T) dla każdego wzorca T ze zbioru wzorców pokrywających daną tablicę decyzyjną. Znajdujemy wzorzec T najbliższy x i klasyfikujemy x do klasy decyzyjnej odpowiadającej T. 


Podane powyżej pojęcie podobieństwa może być równie( bardzo użyteczne w przypadku obiektów z niepełną informacją, tzn. takie dla których pewne wartości atrybutów nie s( zmierzone. Stopień podobieństwa wartości nie zmierzonych może być ustalony jako stały (np. 0.2) albo zależny od rozkładu wartości w tablicy.


Podejście Mereologii Przybliżonej Do Syntezy Obiektów Złożonych.


Idee i algorytmy zaprezentowane w sekcji 3.3 mogą być rozpatrywane w szerszym i bardziej ogólnym zakresie poprzez, np., podejście mereologii przybliżonej [24]. Opiera się ono na obserwacji, że w wielu przypadkach rozwiązanie danego problemu jest syntezą mniejszych kawałków rozwiązań scharakteryzowanych poprzez miarę bliskości (bycia częścią) do standardowych komponentów. Aby scharakteryzować powyższą miarę wprowadźmy funkcję M (zwaną inkluzją przybliżoną [24]) taką, że M(x, y) jest stopniem w jakim x jest częścią y. Zwykle przeciwdziedziną funkcji M jest przedział [0, 1] i M(x, y) = 1 znaczy, że x jest dokładną (właściwą) częścią y. W szczególności, funkcja 


M(T, D) = |[T] ( [D]| / |[T]|,


gdzie T jest wzorcem a D daną klasą decyzyjną, generuje inkluzję przybliżoną, która jest użyta w sekcji 3.4 jako składnik miary jakości wzorca T w przybliżonym opisie klasy decyzyjnej.


Poprawa jakości aproksymacji po zastosowaniu inkluzji przybliżonej skłania do przedstawienia idei, które mogą być wykorzystane w przyszłych badaniach nad aproksymacją klas decyzyjnych przy pomocy wzorców. Podejście aproksymacji klasy decyzyjnej D przedstawione w sekcji 3.4 polega na sukcesywnym wypełnianiu klasy D ciągiem wzorców (Ti)i=1,....


Bardziej ogólny mereologiczny schemat syntezy jest skonstruowany w sposób następujący. Niech będzie dane drzewo (hierarchia) agentów. Każdy agent ag posiada uniwersum obiektów U(ag), inkluzję przybliżoną M(ag), język L(ag) interpretowany w U(ag), oraz zbiór St(ag) obiektów standardowych. Dla danego zadania (, agenci negocjują warunki (((ag), s(ag), ((ag)) dla każdego agenta ag takie, że:


st(ag) ( St(ag)


 st(ag) spełnia ((ag)


dla każdego agenta ag i jego dzieci ag(1), ..., ag(k) (o ile istnieją) jeżeli 


Mag(i)(x(i), st(ag(i))) ( ((ag(i)) dla i = 1, ..., k, 


 to agent ag buduje z x(1), ..., x(k) obiekt x taki, że 


Mag(x, st(ag)) ( ((ag)


dla agenta R będącego korzeniem drzewa agentów, jeżeli 


MR(x(R), st(R)) ( ((R)


to x(R) spełnia wymagania ( w zadowalającym stopniu.


W kontekście aproksymacji klas decyzyjnych powyższy schemat może być zrealizowany w następujący sposób: Niech dana będzie tablica decyzyjna A i losowo wybrana rodzina S podtablic A. Każdej podtablicy A(ag) z rodziny S przypisujemy agenta ag. Dla danego agenta ag wyznaczamy obiekty standardowe St(ag), które są wzorcami pokrywającymi w pełni lub częściowo A(ag). Dla każdego nowego przypadku x wyznaczamy współczynniki ((ag) czyli stopień bliskości x do standardów St(ag). Niech R będzie teraz rodziną agentów taką, że ( ag ( R stopień ((ag) bliskości x do standardów agenta ag jest większy niż zadany próg. Na podstawie współczynników bliskości ((ag) dla wszystkich agentów z rodziny R stosując metody mereologii przybliżonej wnioskujemy o współczynniku ((ags), gdzie ags jest agentem przypisanym do tablicy As utworzonej z sumy podtablic odpowiadających wszystkim agentom z rodziny R. Obiekt x klasyfikujemy teraz na podstawie standardów St(ags) utworzonych za pomocą różnych operatorów generalizacji ze standardów St(ag), dla wszystkich agentów ag z rodziny R.


Zauważmy, że oddziaływanie pomiędzy teorią mereologicznej syntezy i problemem aproksymacji jest wzajemne: nie tylko ogólny schemat mereologicznej syntezy ma tutaj zastosowanie w naturalny sposób, również eksperymenty z rzeczywistymi tablicami danych mogą udowodnić poprawność teorii i pozwalają na testowanie hipotez dotyczących reguł propagacji dla współczynników niepewności. Zauważmy, że dwa skrajne poziomy - tablica danych A i rodzina S podtablic A - są dane, ale pośredni poziom, gdzie wyniki otrzymane na podtablicach są poddawane syntezie, jest wciąż teoretycznym i praktycznym wyzwaniem dla dużych tablic. Problem ten może być rozwiązany za pomocą procesu maszynowego uczenia odpowiednich strategii syntezy - tzw. schematów agentów tworzących sieć dla propagacji współczynników niepewności.


Synteza decyzji globalnej


W procesie dekompozycji otrzymujemy rodzinę podtablic wyjściowej tablicy decyzyjnej, dla elementów której różne metody zbiorów przybliżonych (i inne) mogą być zastosowane w celu wyekstrahowania wiedzy w postaci reguł decyzyjnych. Decyzja globalna może zostać podjęta na podstawie reguł otrzymanych dla podtablic według różnych strategii. Jedną z najprostszych jest tzw. głosowanie większościowe gdzie decyzją końcową jest ta generowana przez największą liczbę reguł lokalnych. Wyniki eksperymentów pokazują jednak, że istnieje potrzeba stosowania bardziej zaawansowanych strategii, gdyż najprostsze rozwiązania dają za niską jakość predykcji.


Zaawansowane techniki syntezy decyzji globalnej


Tolerancja pomiędzy wzorcami:


Podstawową ideą wprowadzania tolerancji pomiędzy wzorcami jako operatora generalizacji jest przenoszenie istotnych cech tak, by wiedza wyekstrahowana z podtablic danej tablicy decyzyjnej mogła być użyta do aproksymacji opisu większego zbioru obiektów. Relacja tolerancji jest zdefiniowana następująco:


Niech A = (U, A ( {d}) będzie tablicą decyzyjną i niech 


�EMBED Equation.3���


oraz 


�EMBED Equation.3���


gdzie ai, bi ( A, ui, vi ( VA są wzorcami dla tablicy A. Powiemy, że u i v są w relacji tolerancji (, tzn. u(v, wtedy i tylko wtedy, gdy


�EMBED Equation.3���


czyli, gdy


�EMBED Equation.3���


gdzie t jest zadanym progiem. Intuicyjnie, dwa wzorce będziemy uważali za podobne w sensie tolerancji, jeżeli będą miały dużą liczbę zgodnych atrybutów oraz gdy na tych atrybutach będą przyjmowały równe wartości.


Przez uA oznaczmy zbiór obiektów pasujących do u. Wtedy możemy zdefiniować zbiór obiektów pasujących do u w sensie tolerancji jako


((u)A = {x ( U: (v u(v i x ( vA}.


Po znalezieniu zbioru wzorców dla tablicy A możemy policzyć zbiór wszystkich obiektów pasujących do nich w sensie zadanej tolerancji. Tak otrzymane zbiory mogą teraz zostać wykorzystane do pokrywania klas decyzyjnych tablicy A, a zatem do aproksymacji decyzji globalnej. Głównym problemem pozostaje teraz jak wybrać właściwą relację tolerancji, która daje najwyższą jakość aproksymacji decyzji globalnej.


Wielopoziomowa synteza decyzji:


W tym podejściu decyzja globalna nie będzie wygenerowana bezpośrednio z reguł lokalnych podtablic wyjściowej tablicy decyzyjnej A. Obliczenia będą mianowicie przebiegały w oparciu o drzewo funkcji decyzyjnych, gdzie funkcja decyzyjna (czyli zbiór reguł decyzyjnych) wyższego poziomu zostanie obliczona na podstawie funkcji decyzyjnych poziomu niższego, po zastosowaniu pewnych operatorów. Operatory te można na przykład zdefiniować w języku mereologii przybliżonej, jak poniżej.


Niech A = (U, A ( {d}) będzie tablicą decyzyjną rozbitą na rodzinę podtablic {A(ag): ag}. Standardem dla każdego agenta ag będzie pokrycie wzorcami podtablicy A(ag), znalezione np. za pomocą algorytmów opisanych w sekcji 3.3. Dla nowego obiektu x liczymy odległość ((ag) pomiędzy x i standardowymi wzorcami wszystkich agentów ag oraz tworzymy hierarchię ich późniejszego składania. W każdym kroku składania, np. agentów ag1 i ag2 znajdujemy nowe pokrycie wzorcami tablicy A(ag1) ( A(ag2). Obiekt x jest klasyfikowany na podstawie odległości pomiędzy x i końcowymi wzorcami - standardami znalezionymi dla A0 = U { A(ag): ag}. 


Dekompozycja


Przeprowadzone eksperymenty pokazały, że idea wzorców może być z powodzeniem użyta w procesie dekompozycji dużych tablic danych. Najprostsza strategia może polegać na tworzeniu drzewa dekompozycji, którego konstrukcja jest następująca:


Niech A będzie tablicą decyzyjną.


Znajdź najlepszy wzorzec (uogólniony) T dla A.


Podziel A na dwie podtablice: AT zawierającą wszystkie obiekty pasujące do T, i AT’ = A - AT.


IF rozmiar otrzymanych podtablic AT i AT’ jest mniejszy niż zadany próg (tablice są wystarczająco małe do zastosowania algorytmów decyzyjnych) 


THEN idź do punktu 4 


ELSE powtarzaj punkty 1 - 3 podstawiając za A odpowiednio AT i/lub AT’.


Policz reguły decyzyjne dla wszystkich otrzymanych podtablic.


W wyniku działania powyższego algorytmu otrzymujemy drzewo binarne podtablic, którego korzeniem jest wyjściowa tablica A, a w kolejnych wierzchołkach znajdują się podtablice wygenerowane za pomocą najlepszego wzorca. Każdej prawej (lub lewej) gałęzi tego drzewa odpowiada jakiś wzorzec, natomiast w liściach znajdują się podtablice, których rozmiar jest już wystarczająco mały aby można było zastosować algorytmy liczące reguły decyzyjne.


Klasyfikacja Nowych Obiektów Po Procesie Dekompozycji


Załóżmy, że dane jest drzewo binarne D podtablic wygenerowane jak w 3.8 i dla wszystkich tablic w liściach policzone zostały reguły decyzyjne. Załóżmy (e każda prawa gał(ź drzewa ma przypisany pewien wzorzec T i dziecko odpowiadające tej gałęzi zawiera podtablicę obiektów pasujących do T. Drzewo to może zostać użyte w procesie klasyfikacji nowych, nieznanych przypadków wg następującego algorytmu:


Niech x będzie nowym przypadkiem


Idź do korzenia drzewa D


IF x pasuje do wzorca T znalezionego dla tablicy będącej w bieżącym wierzchołku drzewa D THEN idź do prawego dziecka ELSE idź do lewego dziecka


IF x jest w liściu THEN wykonaj 4 ELSE powtarzaj 2 - 3


Zastosuj reguły decyzyjne odpowiadające liściowi, w którym znajduje się x.


Zaprezentowany powyżej algorytm, używający drzewa binarnego nie powinien być mylony bądź porównywany z innymi algorytmami klasyfikacyjnymi używającymi drzew decyzyjnych (takimi jak C4.5, ID3 [22]). Główną różnic( jest to, (e dzieli on wyjściową tablicę decyzyjną na poddziedziny i nowe, nieznane obiekty ewoluuj( tak, aby trafić do podtablicy złożonej z najbardziej podobnych do siebie obiektów, na których mogą dopiero zostać zastosowane różne metody klasyfikacyjne (jak wymieniony wy(ej C4.5, ID3, metody zbiorów przybliżonych, itp.).





�
System wykrywania zaleŻności przybliŻonych w oparciu o metody dekompozycji i zbiorów przybliŻonych


Wprowadzenie


W rozdziale tym zostanie przedstawiony schemat systemu komputerowego, który może zostać użyty do wykrywania zależności (przybliżonych) w dużych modelach rzeczywistych [14], [15]. System ten wykorzystuje zarówno metody teorii zbiorów przybliżonych jak i przedstawione w poprzednim rozdziale metody dekompozycji dużych baz danych. System działa na zasadzie interakcji z użytkownikiem, gdy( praktyka pokazuje, (e wykorzystanie wiedzy o problemie z zewnątrz, np. informacji o koszcie zmierzenia danego atrybutu, może się przyczynić do znacznego zwiększenia jakości wyników. Znaczna część systemu została zaimplementowana przez zespół pod kierunkiem prof. A. Skowrona, w Instytucie Matematyki U.W.


Data Mining Wyrażone w Terminach Zbiorów Przybliżonych


Jedn( z głównych dziedzin, rozwijaj(cych się obecnie i poruszaj(cych omawiane w pracy tematy jest tzw. Data Mining. Należałoby zatem wyjaśnić relacje pomiędzy terminami Data Mining i teorii zbiorów przybliżonych, która jest wykorzystana w prezentowanym schemacie systemu. Podstawowym zastosowaniem metod Data Mining s( relacyjne bazy danych. Dla danej bazy mówi się o odkrywaniu wiedzy (Knowledge Discovery in Data Bases), czyli o pewnym złożonym procesie, którego jednym z celów jest znalezienie pewnych zależności pomiędzy kolumnami. Jednym z głównych etapów Knowledge Discovery in Data Bases jest właśnie Data Mining. Samo Data Mining prowadzi do wydobywania z baz danych pewnych tzw. klastrów, czyli fragmentów bazy, których elementy s( do siebie w jakimś sensie podobne i stanowi( całość. Znalezione klastry zazwyczaj maj( równie( wyrażać zależności pomiędzy kolumnami.


W języku zbiorów przybliżonych bazy danych będziemy rozumieli jako systemy informacyjne bądź tablice decyzyjne, a zależności pomiędzy kolumnami będziemy wyrażali poprzez reguły decyzyjne, np.: (Wiek = 40) ( (Samochód = Mustang) ( ... ( (Narodowość = Amerykanin). Klastry w bazach danych mogą być rozumiane jako wzorce, a zatem jednym z podejść do Data Mining jest wyszukiwanie różnych wzorców w systemach informacyjnych lub tablicach decyzyjnych.


�
Schemat systemu
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Powyższy rysunek przedstawia schemat proponowanego systemu. Składa się on z kilku podstawowych modułów: interfejsu danych, interfejsu użytkownika, modułu preprocesingowego i dekomponującego tablice, oraz modułu generującego reguły decyzyjne z wykorzystaniem metod zbiorów przybliżonych. W przypadku modeli rzeczywistych kluczową rolę odgrywa moduł umożliwiający dekompozycję jak i również moduł generujący “inteligentne” reguły decyzyjne. Oba te moduły zostały już zaimplementowane i w znacznym stopniu rozwinięte, aczkolwiek dalszy ich rozwój wydaje się wciąż konieczny.


Interfejs danych


Jednym z podstawowych elementów systemu jest moduł dostępu do baz danych czyli Interfejs Danych. Moduł ten powinien by( maksymalnie efektywny, szczególnie gdy mamy doczynienia z dużymi bazami. W Interfejsie Danych może zostać wykorzystany dowolny System Zarządzania Bazami Danych (SZBD), który opiera się na standardowym modelu baz relacyjnych. Komunikacja z SZBD odbywa się za pomoc( interfejsu Dynamic SQL (Standardowego Języka Zapytań), tzn. zbioru komend dającego dynamiczny dostęp do bazy danych. Moduł ten pobiera polecenia SQL wygenerowane przez moduł Preprocesora Atrybutów. W zależności od rozmiaru otrzymanych tablic zostają one przesłane (i) w przypadku gdy ich rozmiar wyklucza zastosowanie metod zbiorów przybliżonych - do Dekompozytora Dużych Tablic; (ii) do modułu metod zbiorów przybliżonych - w przeciwnym razie.


Moduły Preprocesora Atrybutów i Dekompozytora Dużych Tablic


Preprocesor Atrybutów:


Moduł Preprocesora Atrybutów ma dwa główne zadania: preprocesing początkowy tablicy danych oraz generowanie komend SQL. Głównym celem preprocesingu początkowego jest przygotowanie podstawowych informacji o atrybutach, które będą wykorzystane w innych modułach systemu do wyboru najlepszej strategii. Może to być np. analiza częstościowa lub wyznaczenie ważności poszczególnych atrybutów. Informacje te mogą zosta( później wykorzystane np. w procesie skalowania atrybutów czy klasteringu, a także przekazane do Interfejsu Użytkownika tak, by na ich podstawie użytkownik, bądź zbiór automatycznych procedur, mógł, na przykład, wybrać najlepszą strategię postępowania. Preprocesor Atrybutów powinien równie( na polecenie Interfejsu Użytkownika generować komendy SQL, które byłyby przesyłane do Interfejsu Danych.


Dekompozytor Dużych Tablic:


Eksperymenty komputerowe pokazuj(, (e chociaż jesteśmy w stanie, używaj(c klasycznych metod zbiorów przybliżonych, generować reguły decyzyjne dla tablic do kilku nawet tysięcy obiektów, to jednak dla większych tablic obecnie dostępna moc komputerowa nie jest wystarczająca. Praktyka pokazuje, (e rzeczywiste bazy danych, (np. astronomiczne bądź firm ubezpieczeniowych) zawieraj( często setki tysięcy a nawet miliony obiektów. Jednym z możliwych rozwiązań staje się zatem zastosowanie różnych metod dekompozycji tablic. Dekompozycja polegałaby na rozłożeniu dużej tablicy na mniejsze podtablice, dla których bylibyśmy w stanie wygenerować zbiór reguł decyzyjnych w zadowalającym czasie. Następnie, otrzymane reguły lokalne byłyby składane w reguły globalne - ważne dla całej tablicy. Dekompozytor Dużych Tablic miałby za zadanie generować z wyjściowej bazy podtablice o rozmiarze wystarczająco małym dla zastosowania dostępnych metod generowania reguł decyzyjnych. Tutaj mogą zostać wykorzystane techniki, np., rozkładu tablic na podtablice za pomoc( wzorców, jak i inne.


Interfejs Użytkownika


Wybór atrybutów i operacji na atrybutach:


Interfejs Użytkownika powinien umożliwiać użytkownikowi wpływ na przebieg działania systemu i wybór różnych algorytmów bądź ich wariantów. Użytkownik może np. zdefiniować ważność lub koszt zmierzenia wartości poszczególnych atrybutów (w przypadku danych medycznych mógłby to być np. koszt przeprowadzenia danego badania). Może on równie( zdefiniować, które atrybuty s( adekwatne lub w jakimś sensie wydają się użyteczne w zastosowaniu do danego problemu. Użytkownik ma do dyspozycji pewien pakiet standardowych funkcji (jak min, max, count, sum, ...), po zastosowaniu których wybierałby określoną strategię postępowania w innych modułach systemu. Również po otrzymaniu informacji wstępnych o badanej tablicy danych z modułu Preprocesora Atrybutów użytkownik może podjąć określone decyzje co do wyboru dalszych strategii postępowania i zbioru parametrów do później wykonywanych procedur.


Preferencje Użytkownika: 


Użytkownik powinien mieć możliwość zdefiniowania pewnych warunków, zasad, które będą przestrzegane w czasie działania systemu. (np. priorytetu atrybutów, wartości atrybutów użytych w późniejszym procesie dyskretyzacji, maksymalnej liczby iteracji wykonanych przez algorytmy przeszukiwania, itp.). Zakłada się przy tym, (e komunikacja z użytkownikiem następuje w trybie interakcyjnym, czyli, że ma on szansę na zmianę swoich preferencji w zależności od wyników, które otrzymuje z poszczególnych modułów. System powinien równie( zapewniać zbiór decyzji (ustawień parametrów) domyślnych tak, by jego działanie mogło odbywać się także bez udziału użytkownika.


Odkrywanie Wiedzy za Pomocą Metod Zbiorów Przybliżonych


Jednym z głównych zadań metod zbiorów przybliżonych jest znalezienie właściwego (z punktu widzenia rozważanego problemu) zbioru reguł decyzyjnych, które odzwierciedlałyby zależności funkcyjne pomiędzy wybranymi atrybutami. Obecnie zostały zaimplementowane metody generowania reguł decyzyjnych przy pomocy reduktów i tablicy rozróżnialności [25], algorytm genetyczny generujący najkrótsze redukty [28], a także metody generowania reduktów dynamicznych [2], [3]. Wszystkie te metody działają dla różnych typów relacji nierozróżnialności. 


W celu podniesienia wydajności algorytmów generowania zbioru reguł decyzyjnych, powinny być tutaj zastosowane różne techniki automatycznego skalowania tablic decyzyjnych oraz metody klasteringu i inne efektywne techniki zbiorów przybliżonych. Wszystkie obliczenia powinny spełniać podstawowe paradygmaty Uczenia Maszynowego (Machine Learning), które pozwalaj( między innymi na samoweryfikację otrzymanych rezultatów


Tablice Wynikowe:


Tablicami Wynikowymi nazwiemy tablice, których rozmiar jest taki, (e można już na nich zastosować algorytmy generowania reguł decyzyjnych w czasie oczekiwanym od sytemu. Tablicami Wynikowymi mogą być rezultaty Interfejsu Danych (o ile otrzymane tablice s( wystarczaj(co małe) lub efekty działania modułu Dekompozytora Dużych Tablic. Tablice te są przesyłane do modułu Odkrywania Wiedzy za Pomocą Metod Zbiorów Przybliżonych.


Klasyfikacja Nowych Przypadków:


W algorytmach decyzyjnych głównym zadaniem jest poprawna klasyfikacja nowych, dotychczas nieznanych obiektów, na podstawie wektora wartości cech je opisujących. Klasyfikacja ta, w przypadku omawianego systemu, opiera się na zastosowaniu wygenerowanego przez system zbioru reguł decyzyjnych. Jednakże bardzo często otrzymane zbiory reguł decyzyjnych są bardzo liczne i często okazuje się, że badany obiekt pasuje do więcej niż jednej reguły decyzyjnej, które w dodatku wskazują różną wartość atrybutu decyzyjnego. Konieczne jest zatem zastosowanie pewnych inteligentnych strategii, które umożliwiałyby wybieranie właściwych reguł, bądź każdej regule decyzyjnej przypisywałyby pewien zbiór cech takich jak: ważność reguły, obszar stosowalności reguły, itp. Cechy te umożliwiałyby selekcję reguł, w szczególności eliminowanie reguł wprowadzających zaburzenia, szumy w procesie decyzyjnym. Kilka strategii stosowania reguł do klasyfikacji nowych przypadków zostało przedstawionych w [13], [19], [20], [29].


�
Wyniki eksperymentów komputerowych na modelach rzeczywistych


Wszystkie algorytmy przedstawione w sekcji 3.3 zostały zaimplementowane i zastosowane do danych rzeczywistych. W eksperymentach komputerowych wykorzystano następujące dane:


Przyrodnicze: Tablica decyzyjna składająca się z 225 obiektów reprezentujących wybrane obszary Polski o rozmiarach 1km ( 1km. W tych obszarach było badane występowanie 489 różnych gatunków roślin reprezentowanych przez binarne atrybuty. Ostatni, atrybut decyzyjny klasyfikuje dany obszar do jednej z dwóch klas: aglomeracji miejskiej lub pozamiejskiej.


Rynkowe [10]: Tablice decyzyjne opisujące sytuacje gie(dowe w danym okresie, przez szereg atrybutów ekonomicznych, gie(dowych i innych. Ze względu na tajno(ć danych nie jest znane znaczenie poszczególnych atrybutów, co jednak nie ma wp(ywu na przebieg oblicze(. W do(wiadczeniu u(yto 2 ró(nych tablic danych:


dane dotyczące gie(dy w Nowym Jorku - 192 sytuacje rynkowe opisane przez 15 indykatorów. Ka(dy indykator jest opisany przez cztery atrybuty: aktualna warto(ć indykatora, zmiana w stosunku do poprzedniej sesji, (rednie warto(ci indykatora z ostatnich 3 oraz 6 miesięcy. Ka(dy zatem obiekt opisany jest przez 60 atrybutów. Ostatni atrybut decyzyjny opisuje zmianę ceny akcji na gie(dzie.


dane gie(dowe z Kanady: 15534 obiekty opisane przez 15 atrybutów warunkowych i jeden atrybut decyzyjny.


Budownictwo: Dane zawierają wyniki ankiet przeprowadzonych w firmach budowlanych dotyczących sytuacji w polskim budownictwie. W ankietach zadawano po 16 pytań odnośnie obecnego i przewidywanego stanu koniunktury w budownictwie. Pytania zawierały od 3 do 15 odpowiedzi, z których ankietowany wybierał jedną. Celem badania takich danych jest znalezienie zale(no(ci pomiędzy poszczególnymi zagadnieniami poruszanymi w pytaniach, np.: jaki jest wp(yw obecnego poziomu zatrudnienia na przewidywaną zmianę ceny (wiadczonych us(ug. Atrybut decyzyjny jest zatem tworzony jako jedno pytanie wybrane spo(ród 32 pyta(. Tablica decyzyjna składa się z 471 obiektów reprezentujących firmy, w których przeprowadzono sonda(e.


Dane satelitarne (SAT_IMAGE [11]): Dane uzyskane ze zdjęć satelitarnych Ziemi o rozdzielczości 82(100 pikseli, gdzie każdy piksel pokrywał obszar 80(80 metrów. Z obrazów tych zostało utworzone 36 atrybutów opisujących dany obszar. Zadaniem jest klasyfikacja sfotografowanego obszaru do jednej z 6 klas decyzyjnych: uprawa warzyw, plantacja bawełny, czerwona gleba, szara gleba, wilgotna szara gleba, bardzo wilgotna szara gleba. Tablica treningowa składa się z 4435 a testowa z 2000 zdjęć.


Na danych 1 - 3 zosta(y u(yte procedury generujące wzorce. Zosta(y one zaimplementowane w języku C++ oraz uruchomione na stacjach roboczych Hewlett-Packard Serii 700. Wyniki eksperymentów przedstawia � REF _Ref382726942 \* MERGEFORMAT �Tabela 3�. Mo(na zauwa(yć, (e wyniki u(ycia poszczególnych metod ró(nią się od siebie tylko nieznacznie. Równie( czas oblicze( wydaje się być zadowalający.
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W przypadku danych satelitarnych zosta( zaimplementowany algorytm klasyfikacyjny z użyciem drzewa binarnego. W poszczególnych etapach tworzenia drzewa zosta(y wykorzystane wzorce uogólnione szukane metodą wag atrybutów. W wyniku dekompozycji wyjściowa tablica treningowa zosta(a rozbita na 8 podtablic zawierających po kilkaset obiektów. Następnie tablica testowa zosta(a zdekomponowana wg otrzymanego drzewa. Dla każdej tablica treningowej z li(ci zosta(y wygenerowane reguły decyzyjne za pomocą metod zbiorów przybli(onych, które zosta(y użyte do klasyfikacji odpowiednich tablic testowych. � REF _Ref382824186 \* MERGEFORMAT �Tabela 4� zawiera rezultaty przeprowadzonych eksperymentów. 
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Tabela � SEQ Tabela \* ARABIC �4�


Pod ka(dym z li(ci przedstawionego powyżej drzewa zawarta jest informacja o liczbie obiektów danej tablicy treningowej i testowej, liczbie poprawnie sklasyfikowanych obiektów oraz procencie poprawnych odpowiedzi. Globalna jako(ć klasyfikacji wynosi 82.6%, co w porównaniu do wyników uzyskanych przez inne znane algorytmy jest wynikiem bardzo zadowalającym [11].


Do(wiadczenie to w inny jeszcze sposób pokaza(o sens dekompozycji tablic za pomocą wzorców. Po zastosowaniu regu( decyzyjnych otrzymanych w jednym li(ciu do tablicy testowej z innego li(cia poprawno(ć klasyfikacji gwa(townie spada nawet do kilkunastu procent. Świadczy to o tym, (e wzorce rzeczywi(cie generują podzia( tablicy na podtablice w jakim( sensie jednolite, oraz, że wiedza zawarta w jednej podtablicy opisuje tylko (wiat lokalny, związany z daną podtablicą. Na uwagę zas(uguje równie( fakt, (e tablice o numerach 011 oraz 111 zawierają obiekty, które w du(ym stopniu nie pasują do innych i są w pewnym sensie rodzajem szumu bądź wyjątków. Obiekty z tablicy 111 nie pasowa(y bowiem do (adnego znalezionego wzorca natomiast obiekty z tablicy 011 pasowa(y tylko do pierwszego z nich. Zgodnie więc z intuicją poprawno(ć klasyfikacji jest tam najniższa, co psuje wyniki globalne dla ca(ej tablicy. 








�
Podsumowanie


Wnioski


W pracy zosta(a przedstawiona idea zastosowania pojęcia wzorca do wykrywania zależności przybliżonych w modelach rzeczywistych. Przez model rozumiemy tutaj system informacyjny czyli parę (obiekty, cechy), gdzie dodatkowo, w przypadku tablic decyzyjnych, wyróżnia się jedną cechę zwaną decyzją. Systemy informacyjne (tablice decyzyjne) opisują wiele istotnych problemów świata rzeczywistego, których rozwiązanie ma bardzo duże znaczenie praktyczne. Znajdowanie zależności pomiędzy cechami opisującymi obiekty a decyzją jest kluczowe dla rozwiązania tych problemów. Wydaje się, że pojęcie wzorca pozwala znajdować takie zależności, a także umożliwia dekompozycję dużych modeli na mniejsze. W pierwszym przypadku wzorzec może zostać użyty do opisu klas decyzyjnych. Znalezienie wzorca (bądź kilku wzorców) wypełniającego dokładnie jedną i tylko jedną klasę decyzyjną jest równoważne znalezieniu zależności pomiędzy atrybutami warunkowymi i określoną wartością decyzji. W przypadku dekompozycji wzorzec o dużej jakości pozwala nam wyekstrahować z danego modelu podmodel jednolity ze względu na określone cechy. Od takiego podmodelu oczekujemy łatwości i prostoty jego opisu za pomocą, np. reguł decyzyjnych, jak i pewnej spójności tzn. zawierania obiektów w jakimś sensie jednolitych. Możliwość dekompozycji za pomocą wzorców jest bardzo istotna, gdyż wiele systemów informacyjnych opisujących obecne problemy przyjmuje bardzo duże rozmiary i różne metody wyszukiwania zależności tracą tutaj zastosowanie ze względu na zbyt dużą złożoność obliczeniową lub pamięciową. Jednak po zdekomponowaniu dużego modelu można już te metody stosować. Proponujemy tutaj użycie metod teorii zbiorów przybliżonych do generowania reguł decyzyjnych, które wyrażają poszukiwane zależności.


Jako, że problem wyszukiwania wzorców jest złożony, konieczne jest użycie metod generujących rozwiązania może nie najlepsze, ale za to w zadowalającym czasie. W pracy przestawiliśmy kilka heurystyk generujących wzorce. Eksperymenty komputerowe pokazały, że metody te mogą być z powodzeniem użyte nawet na dużych modelach rzeczywistych. Rezultaty przedstawione w pracy tworzą podstawy do dalszych eksperymentów i badań nad syntezą adapatacyjnych systemów decyzyjnych.


Dalsze Prace


Głównym otwartym problemem badawczym jest wykazanie, że wygenerowanie optymalnego wzorca jest NP-trudne. W tym celu można przeformułować zagadnienie nawiązując do pojęć częściej używanych w definiowaniu problemów NP-trudnych, jak np. w sekcji 3.2.


Konieczne wydaje się także dalsze rozwinięcie prac związanych ze znajdowaniem wzorców w danych klasach decyzyjnych. Można by tutaj użyć schematu mereologii przybliżonej do generownia opisu klas decyzyjnych.


Istotną rolę odgrywa również wykrycie zasad stosowania poszczególnych heurystyk do generowania wzorców. Opisane metody mogą mieć różne obszary zastosowań w zależności od typów danych, rozmiarów systemów informacyjnych oraz od zapotrzebowań. Dla przykładu, gdy chcemy wygenerować wzorce długie, mniej zwracając uwagę na ich fitness, metoda wag atrybutów będzie bardziej adekwatna niż np. algorytm genetyczny.


Konieczne jest przeprowadzenie eksperymentów na bardzo dużych danych rzeczywistych, np. dla systemów informacyjnych o rozmiarach rzędu gigabajtów danych. Dla tak dużych systemów jakiekolwiek obliczenia bez preprocesingu będą praktycznie niemożliwe.
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